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  Opinie o książce „LangChain i LangGraph”


  Dzięki klarownym wyjaśnieniom i praktycznym technikom niniejsza książka jest idealnym źródłem wiedzy dla wszystkich, którzy chcieliby wykorzystać moc LangChaina do tworzenia rozwiązań korzystających z generatywnej sztucznej inteligencji i agentów gotowych do zastosowań produkcyjnych. Stanowi ona lekturę obowiązkową dla programistów dążących do przesuwania granic możliwości tej platformy.


  — Tom Taulli, konsultant IT i autor książki Programowanie wspomagane sztuczną inteligencją


  Ten kompleksowy przewodnik po LangChainie obejmuje wszystko, począwszy od wyszukiwania i indeksowania dokumentów, aż po wdrażanie i monitorowanie agentów AI w środowiskach produkcyjnych. Dzięki wciągającym i praktycznym przykładom oraz intuicyjnym ilustracjom ta książka sprawiła, że nauka LangChaina była interesująca i zabawna!


  — Rajat K. Goel, starszy inżynier oprogramowania, IBM


  Ta książka to wyczerpujący przewodnik po tworzeniu aplikacji korzystających z modeli LLM, obejmujący pełne spektrum zagadnień — od podstaw do wdrażania w środowiskach produkcyjnych — i jest wypełniona wiedzą techniczną, praktycznymi strategiami oraz solidnymi wzorcami stosowania AI.


  — Gourav Singh Bais, starszy naukowiec ds. danych oraz doświadczony publicysta zajmujący się tematyką techniczną, Allianz Services


  Prototypowanie aplikacji korzystających z generatywnej sztucznej inteligencji jest łatwe — nadawanie im odpowiedniego kształtu jest znacznie trudniejsze. Strategie i koncepcje przedstawione w niniejszej książce umożliwiają przekształcenie pomysłów w nowoczesne aplikacje gotowe do zastosowań produkcyjnych.


  — James Spiteri, dyrektor ds. zarządzania bezpieczeństwem produktów, Elastic


  Książka LangChain i LangGraph zapewnia klarowną ścieżkę transformacji sposobów, w jakie są tworzone aplikacje korzystające ze sztucznej inteligencji, a dzięki opisaniu elastycznych architektur i niezawodnego mechanizmu zapisywania stanu (punktów kontrolnych) oferuje solidne fundamenty do tworzenia niezawodnych agentów AI gotowych do wykorzystania na dużą skalę w środowiskach produkcyjnych.


  — David O'Regan, kierownik ds. inżynierii AI/ML w GitLab


  Książka LangChain i LangGraph pomogła nam ominąć standardowe kwestie związane z debugowaniem i monitorowaniem. Wiele pomocnych wzorców i informacji dotyczących narzędzi pozwoliło nam pracować szybko i wdrażać aplikacje AI z dużym zaufaniem do naszych produktów.


  — Chris Focke, główny naukowiec ds. AI, AppFlio


  Niniejsza książka, dzięki uczeniu LangChaina na podstawie przejrzystych, praktycznych przykładów, jest bramą do tworzenia aplikacji agentowych inspirujących w równym stopniu co książki fantastyczno-naukowe Isaaca Asimova.


  — Ilya Meyzin, wiceprezes ds. naukowych danych, Dun & Bradstreet


  Wstęp


  30 listopada 2022 roku firma OpenAI z San Francisco udostępniła publicznie ChatGPT (https://openai.com/index/chatgpt/) — popularny chatbot AI, który potrafi generować treści, odpowiadać na pytania i rozwiązywać problemy podobnie jak człowiek. W ciągu dwóch miesięcy od premiery ChatGPT przyciągnął ponad 100 milionów aktywnych użytkowników miesięcznie (https://www.reuters.com/technology/chatgpt-sets-record-fastest-growing-user-base-analyst-note-2023-02-01/), co (jak dotąd) stanowi najszybsze tempo adopcji nowej technologii konsumenckiej. ChatGPT to chatbot oparty na wersji modelu GPT-3.5 firmy OpenAI dostosowanej do postępowania zgodnie z instrukcjami i prowadzenia dialogów. Za chwilę wyjaśnimy dokładniej znaczenie tych cech dużych modeli językowych.
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          Tworzenie aplikacji opartych na dużych modelach językowych (ang. Large Language Models, LLM), z wykorzystaniem LangChaina lub bez, wymaga użycia modelu LLM. W przykładach programistycznych prezentowanych w tej książce będziemy korzystać z API OpenAI jako dostawcy LLM (cennik usługi jest dostępny na platformie firmy OpenAI — https://openai.com/api/pricing/). Jedną z zalet stosowania LangChaina jest możliwość skorzystania zarówno z usług OpenAI, jak i z alternatywnych komercyjnych lub owartoźródłowych dostawców LLM.

        
      

    
  


  Trzy miesiące później firma OpenAI udostępniła API ChatGPT (https://openai.com/index/introducing-chatgpt-and-whisper-apis/), zapewniając programistom możliwości wykorzystania funkcji czatu i zamiany mowy na tekst. Zapoczątkowało to niezliczoną liczbę nowych aplikacji i rozwiązań technicznych, które można zaliczyć do kategorii szeroko pojętej generatywnej sztucznej inteligencji.


  Zanim zdefiniujemy, czym jest owa generatywna sztuczna inteligencja oraz modele LLM, przyjrzyjmy się koncepcji uczenia maszynowego (ang. machine learning, ML). Niektóre algorytmy komputerowe (wyobraź sobie nadający się do wielokrotnego użycia przepis na wykonanie określonego zadania, np. posortowanie talii kart) są bezpośrednio pisane przez programistę. Innych algorytmów można się natomiast nauczyć na podstawie ogromnych ilości przykładów treningowych — w tym przypadku rola programisty zmienia się z pisania samego kodu algorytmu na przygotowanie logiki uczenia, która pozwoli na wygenerowanie algorytmu. W dziedzinie uczenia maszynowego bardzo wiele uwagi poświęcono rozwojowi algorytmów do przewidywania różnych rzeczy, zaczynając od jutrzejszej pogody po najbardziej efektywną trasę dostawy dla kuriera firmy Amazon.


  Wraz z pojawieniem się modeli LLM i innych modeli generatywnych (takich jak modele dyfuzyjne do generowania obrazów, którymi nie będziemy się zajmować w tej książce) te same techniki uczenia maszynowego są teraz stosowane do rozwiązywania problemu generowania nowych treści, takich jak nowy akapit tekstu czy rysunek, które są jednocześnie unikalne i oparte na przykładach z danych treningowych. Modele LLM to w szczególności modele generatywne przeznaczone do tworzenia tekstu.


  Modele LLM mają dwie inne cechy odróżniające je od wcześniejszych algorytmów uczenia maszynowego:


  
    	Są uczone na znacznie większych ilościach danych; uczenie takiego modelu od podstaw byłoby bardzo kosztowne.


    	Są bardziej wszechstronne.

  


  Ten sam model generowania tekstu może być używany do tworzenia streszczeń, tłumaczenia, klasyfikacji itp., podczas gdy wcześniejsze modele ML były zwykle trenowane i używane do konkretnego zadania.


  Te dwie różnice sprawiają, że rola programisty ponownie ulega zmianie — musi on poświęcać coraz więcej czasu na opracowanie sposobów wykorzystania modeli LLM do konkretnych zastosowań. I właśnie w tym miejscu na scenę wkracza LangChain.


  Do końca 2023 roku pojawiły się konkurencyjne modele LLM, w tym Claude firm Anthropic i Bard (później przemianowany na Gemini) firmy Google, zapewniając jeszcze szerszy dostęp do tych nowych możliwości. W rezultacie tysiące udanych start-upów i dużych przedsiębiorstw zintegrowało API generatywnej sztucznej inteligencji do tworzenia aplikacji dla przeróżnych zastosowań, zaczynając od chatbotów do obsługi klienta, a kończąc na pisaniu i debugowaniu kodu.


  22 października 2022 roku Harrison Chase opublikował w serwisie GitHub pierwszy commit (https://github.com/langchain-ai/langchain/commit/18aeb720126a68201c7e3b5a617139c27c779496) otwartoźródłowej biblioteki LangChain. LangChain powstała z przekonania, że najbardziej interesujące aplikacje LLM potrzebują wykorzystania modeli LLM w połączeniu z „innymi źródłami obliczeń lub wiedzy” (https://github.com/langchain-ai/langchain/tree/4ac53450128e209c3ff5534a2247da809cc5bd8d?tab=readme-ov-file#-what-is-this). Na przykład możesz spróbować użyć modelu LLM do wygenerowania odpowiedzi na to pytanie:


  
    Ile piłeczek zostało po rozdzieleniu 1234 piłeczek równomiernie pomiędzy 123 osoby?

  


  Prawdopodobnie będziesz rozczarowany jego umiejętnościami matematycznymi. Jeśli jednak połączysz go z funkcją kalkulatora, możesz zamiast tego polecić modelowi językowemu, aby przeformułował pytanie na dane wejściowe, które kalkulator będzie w stanie przetworzyć:


  
    1,234 % 123

  


  Następnie możesz przekazać to pytanie do funkcji kalkulatora i uzyskać dokładną odpowiedź na swoje początkowe pytanie. Biblioteka LangChain była pierwszą (i w momencie pisania niniejszej książki: największą) biblioteką, która udostępnia takie możliwości oraz narzędzia do ich niezawodnego łączenia w większe rozwiązania. Zanim opiszemy, co jest potrzebne do tworzenia atrakcyjnych aplikacji z wykorzystaniem tych nowych narzędzi, przyjrzyjmy się bliżej modelom LLM i bibliotece LangChain.


  Wprowadzenie do modeli językowych


  Najprościej rzecz ujmując, modele LLM to wytrenowane algorytmy, które przyjmują tekst jako dane wejściowe i przewidują oraz generują tekst przypominający to, co mógłby napisać człowiek. W zasadzie działają podobnie jak funkcja automatycznego uzupełniania, doskonale znana ze smartfonów, ale na znacznie większą skalę.


  Rozbijmy termin duży model językowy na części:


  
    	Duży odnosi się do rozmiaru tych modeli pod względem danych treningowych i parametrów używanych w procesie uczenia. Na przykład model GPT-3 firmy OpenAI zawiera 175 miliardów parametrów, które zostały nauczone na 45 terabajtach danych tekstowych1. Parametry w modelu sieci neuronowej to liczby kontrolujące wynik każdego neuronu i względną wagę jego połączeń z sąsiednimi neuronami. (Dokładne połączenia między neuronami różnią się w zależności od architektury sieci i wykraczają poza zakres tej książki).


    	Model językowy odnosi się do algorytmu komputerowego wytrenowanego do pobierania tekstu pisanego (po polsku lub w innych językach) i tworzenia wyniku również w formie tekstu pisanego (w tym samym lub innym języku). Modele językowe są sieciami neuronowymi (ang. neural networks) — rodzajem modelu uczenia maszynowego, przypominającym uproszczoną koncepcję ludzkiego mózgu. Końcowy wynik jest kombinacją indywidualnych wyników wielu prostych funkcji matematycznych zwanych neuronami i ich wzajemnych połączeń. Jeśli wiele takich neuronów zostanie zorganizowanych w określony sposób, dzięki zastosowaniu odpowiedniego procesu uczenia i danych treningowych powstaje model zdolny do interpretowania znaczenia pojedynczych słów i zdań, co umożliwia generowanie wiarygodnego, czytelnego tekstu pisanego.

  


  Ze względu na to, że w danych treningowych przeważają materiały pisane w języku angielskim, większość modeli radzi sobie lepiej z tym niż z innymi językami, które w danych treningowych pojawiają się rzadziej. Przez „lepiej” rozumiemy, że łatwiej jest uzyskać pożądane wyniki w języku angielskim. Istnieją modele LLM zaprojektowane do przetwarzania wielojęzycznych danych wejściowych, takie jak BLOOM (https://huggingface.co/blog/bloom), które wykorzystują większą proporcję danych treningowych napisanych w innych językach. Co ciekawe, różnica w wydajności między językami nie jest tak duża, jak można by się spodziewać, nawet w modelach LLM trenowanych głównie na danych anglojęzycznych. Badacze odkryli, że modele LLM potrafią przenosić część swojego semantycznego zrozumienia na inne języki2.


  Podsumowując, duże modele językowe to przykłady modeli językowych ogólnego przeznaczenia, które są trenowane na ogromnych ilościach tekstów. Innymi słowy, modele te uczą się wzorców z dużych zbiorów danych tekstowych — książek, artykułów, forów i innych publicznie dostępnych źródeł — aby wykonywać ogólne zadania związane z tekstem. Zadania te obejmują generowanie tekstu, przygotowywanie streszczeń, tłumaczenie, klasyfikowanie i wiele innych.


  Wyobraźmy sobie, że poprosimy model LLM o dokończenie następującego zdania:


  
    The capital of England is _______.

  


  Model LLM przetworzy ten tekst wejściowy i przewidzi, że poprawną odpowiedzią ma być: London. Wygląda to jak magia, ale nią nie jest. W rzeczywistości LLM określa prawdopodobieństwo wystąpienia słowa (lub sekwencji słów) na podstawie sekwencji słów, które wystąpiły wcześniej.
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          Z technicznego punktu widzenia model dokonuje przewidywań na podstawie tokenów, a nie słów. Token reprezentuje najmniejszą niepodzielną jednostkę tekstu. Tokeny mogą reprezentować pojedyncze znaki, słowa, części słów lub nawet większe jednostki językowe, w zależności od zastosowanego podejścia do sposobu ich wyznaczania — tak zwanej tokenizacji. Na przykład w razie użycia tokenizera GPT-3.5 (o nazwie cl100k, https://platform.openai.com/tokenizer) fraza „good morning dearest friend” składałaby się z pięciu tokenów (przy czym znak _ reprezentuje znak odstępu):


          Good


          token o identyfikatorze 19045


          _morning


          token o identyfikatorze 6693


          _de


          token o identyfikatorze 409


          arest


          token o identyfikatorze 15795


          _friend


          token o identyfikatorze 4333


          Zazwyczaj tokenizery są trenowane tak, aby najczęściej występujące słowa były kodowane jako pojedynczy token, na przykład słowo morning jest kodowane jako token o identyfikatorze 6693. Rzadziej występujące słowa lub słowa w innych językach (tokenizery są zwykle trenowane na tekstach angielskich) zazwyczaj wymagają użycia kilku tokenów. Na przykład słowo dearest jest kodowane jako tokeny 409 i 15795. Dla typowego tekstu w języku angielskim jeden token obejmuje średnio cztery znaki, czyli mniej więcej trzy czwarte słowa.

        
      

    
  


  Głównym mechanizmem odpowiadającym za predykcyjne zdolności modeli LLM jest architektura sieci neuronowej typu transformer3. Architektura ta umożliwia modelom przetwarzanie sekwencji danych, takich jak zdania czy wiersze kodu, i przewidywanie najbardziej prawdopodobnych kolejnych słów w sekwencji. Transformery są zaprojektowane tak, aby rozumieć kontekst poszczególnych słów w zdaniu i analizować je w odniesieniu do wszystkich innych słów. Pozwala to modelowi kompleksowo zrozumieć znaczenie całego zdania, akapitu i tak dalej (innymi słowy, sekwencji słów) jako wspólnego znaczenia jego części w relacji do siebie nawzajem.


  Gdy model widzi sekwencję słów „stolicą Anglii jest”, dokonuje predykcji na podstawie podobnych przykładów, które widział podczas procesu uczenia. W korpusie treningowym modelu słowo „Anglia” (lub reprezentujące je tokeny) często pojawiałoby się w zdaniach w podobnych miejscach co słowa takie jak „Francja”, „Stany Zjednoczone” czy też „Chiny”. Słowo „stolica” figurowałoby w danych treningowych w wielu zdaniach zawierających również słowa takie jak „Anglia”, „Francja” i „USA” oraz słowa takie jak „Londyn”, „Paryż”, „Waszyngton”. Ta powtarzalność występująca podczas uczenia modelu skutkuje zdolnością do poprawnego przewidywania, że następnym słowem w naszej przykładowej sekwencji powinno być „Londyn”.


  Instrukcje i tekst wejściowy, które dostarczasz modelowi, są określane jako prompt. Odpowiednie formułowanie promptów (nazywane także promptowaniem) może mieć znaczący wpływ na jakość wyników generowanych przez modele LLM. Istnieje kilka najlepszych praktyk projektowania promptów czy też inżynierii promptów, w tym podawanie jasnych i zwięzłych instrukcji z przykładami kontekstowymi, które zostały opisane w dalszej części książki. Zanim przejdziemy do zagadnień związanych z promptami, przyjrzyjmy się różnym typom dostępnych modeli LLM.


  Podstawowy typ, od którego wywodzą się wszystkie pozostałe, jest powszechnie określany jako wstępnie wytrenowany model LLM (ang. pretreined LLM): został on wytrenowany na bardzo dużych ilościach tekstu (znalezionych w internecie, książkach, gazetach, kodzie, transkrypcjach wideo itp.) z wykorzystaniem samodzielnego nadzoru (ang. self-superwised). Oznacza to, że w przeciwieństwie do nadzorowanego uczenia maszynowego, gdzie przed treningiem badacz musi zebrać zestaw par dane wejściowe – oczekiwane dane wyjściowe, w przypadku modeli LLM te pary są wnioskowane na podstawie danych treningowych. W rzeczywistości jedynym wykonalnym sposobem wykorzystania tak dużych zbiorów danych jest automatyczne tworzenie tych par na podstawie danych treningowych. Istnieją dwie techniki, które pozwalają to robić. Polegają one na tym, że model wykonuje następujące czynności:


  Przewiduje następne słowo


  Usuwa ostatnie słowo z każdego zdania w danych treningowych, co daje parę dane wejściowe i oczekiwane dane wyjściowe, na przykład: „Stolicą Anglii jest ___” i „Londyn”.


  Przewiduje brakujące słowo


  Podobnie, jeśli weźmiemy każde zdanie i pominiemy słowo ze środka, otrzymamy inne pary danych wejściowych i oczekiwanych danych wyjściowych, takie jak „___ Anglii jest Londyn” i „stolicą”.


  Korzystanie z tych modeli w ich podstawowej formie jest dość skomplikowane, ponieważ wymagają one odpowiedniego przygotowania odpowiedzi poprzez podanie właściwego początku zdania. Na przykład jeśli chcesz dowiedzieć się, jaka jest stolica Anglii, możesz uzyskać odpowiedź, podając modelowi początek zdania „Stolicą Anglii jest”, ale nie otrzymasz jej, zadając bardziej naturalne pytanie „Co jest stolicą Anglii?”.


  Duże modele językowe dostosowane do wykonywania instrukcji


  Badacze opracowali metody, które ułatwiają korzystanie ze wstępnie wytrenowanych modeli językowych (https://openai.com/index/instruction-following/), polegające na dalszym szkoleniu modeli (dodatkowe uczenie poprzez wykonywanie długiego i kosztownego treningu opisanego w poprzednim punkcie rozdziału), określane jako dostrajanie (ang. fine-tuning). Dostrajanie jest realizowane w oparciu o:


  Zbiory danych specyficznych dla zadania


  Są to zbiory par pytań i odpowiedzi ręcznie przygotowane przez badaczy, zawierające przykłady pożądanych odpowiedzi na typowe pytania, jakie użytkownicy mogliby zadać modelowi. Na przykład zbiór może zawierać następującą parę: P: Co jest stolicą Anglii? O: Stolicą Anglii jest Londyn. W przeciwieństwie do zbiorów używanych do treningu wstępnego, te zbiory są tworzone ręcznie, więc siłą rzeczy są znacznie mniejsze.


  Uczenie ze wzmocnieniem w oparciu o informacje zwrotne od ludzi (RLHF)


  Dzięki metodom RLHF (https://pl.wikipedia.org/wiki/RLHF) ręcznie przygotowane zbiory danych są uzupełniane o informacje zwrotne od użytkowników na temat wyników generowanych przez model. Na przykład na wcześniej przedstawione pytanie użytkownik A może preferować odpowiedź „Londyn jest stolicą Anglii” zamiast „Stolicą Anglii jest Londyn”.


  Dostrajanie w oparciu o instrukcje miało kluczowe znaczenie dla zwiększenia liczby osób mogących tworzyć aplikacje korzystające z modeli językowych, ponieważ teraz można je instruować przy użyciu poleceń, które często przyjmują formę pytań, takich jak „Co jest stolicą Anglii?”, zamiast podawać zdania twierdzące w rodzaju „Stolicą Anglii jest…”.


  Modele językowe dostosowane do dialogu


  Modele dostosowane do prowadzenia dialogu, określane także jako modele konwersacyjne, są kolejnym udoskonaleniem (https://openai.com/index/chatgpt/) modeli LLM dostrajanych w oparciu o instrukcje. Różni dostawcy modeli LLM stosują różne techniki, więc nie dotyczy to wszystkich modeli konwersacyjnych, ale zazwyczaj proces ten obejmuje:


  Zbiory danych dialogów


  Ręcznie tworzone zbiory danych do dostrajania są rozszerzane o więcej przykładów wieloetapowych interakcji dialogowych, czyli sekwencji par pytanie – odpowiedź.


  Format czatu


  Formaty danych wejściowych i wyjściowych modelu wzbogacane są o dodatkową warstwę struktury, która przesłania teksty o dowolnej postaci i dzieli je na części powiązane z rolą (a opcjonalnie dodaje także inne metadane, takie jak nazwa). Zwykle dostępnymi rolami są: system (służąca do przekazywania instrukcji i określenia zadania), użytkownik (ang. user; stosowana do podania właściwego zadania lub pytania) oraz asystent (ang. assistant, używana do przekazywania odpowiedzi modelu). Metoda ta wywodzi się z wczesnych technik projektowania promptów (https://docs.anthropic.com/en/docs/build-with-claude/prompt-engineering/system-prompts) i ułatwia dostosowanie wyników zwracanych przez model, a jednocześnie utrudnia modelom mylenie danych wejściowych użytkownika z instrukcjami. Mylenie danych wejściowych z wcześniejszymi instrukcjami jest określane jako jailbreaking i może prowadzić na przykład do ujawnienia użytkownikom końcowym starannie przygotowanych promptów, potencjalnie zawierających tajemnice handlowe.


  Dostrojone modele językowe


  Dostrojone modele LLM powstają poprzez dalsze trenowanie bazowych modeli LLM na własnościowych zbiorach danych opracowanych i dostosowanych do konkretnych zadań. Technicznie rzecz biorąc, modele dostosowane do wykonywania instrukcji i modele konwersacyjne są dostrojonymi modelami LLM, ale termin „dostrojony model LLM” (ang. fine-tuned LLM) zwykle odnosi się do modeli, które twórcy dostosowali do swoich specyficznych zadań. Na przykład model może zostać dostrojony do precyzyjnego określania sentymentu, czynników ryzyka i kluczowych danych finansowych z rocznego raportu spółki publicznej. Zazwyczaj takie dostrojone modele potrafią wykonywać wybrane zadanie z lepszą wydajnością, którą uzyskuje się kosztem utraty uniwersalności. Oznacza to, że stają się one mniej zdolne do odpowiadania na zapytania niezwiązane z zadaniem, do którego wykonywania model był dostrajany.


  W dalszej części niniejszej książki termin LLM będzie używany w odniesieniu do modeli dostrojonych do wykonywania instrukcji, natomiast termin modele konwersacyjne (ang. chat models) do modeli dostosowanych do prowadzenia dialogów, zgodnie z opisami zamieszczonymi we wcześniejszej części wstępu. Oba te rodzaje modeli LLM powinny stanowić Twoje podstawowe narzędzia podczas korzystania z dużych modeli językowych — pierwsze, po które sięgniesz, rozpoczynając nowy projekt z użyciem tych modeli LLM.


  Teraz, zanim przejdziemy do prezentacji biblioteki LangChain, krótko omówimy kilka popularnych technik tworzenia promptów kierowanych do modeli LLM.


  Krótkie wprowadzenie do promptowania


  Jak już zaznaczyliśmy wcześniej, głównym zadaniem programisty pracującego z modelami LLM nie jest ich trenowanie ani nawet dostrajanie, lecz raczej wykorzystanie istniejącego modelu LLM do realizacji konkretnego zadania w tworzonej aplikacji. Istnieją komercyjni dostawcy modeli LLM, jak firmy OpenAI, Anthropic i Google, a także modele otwartoźródłowe (np. Llama — https://www.llama.com/llama2/, czy Gemma — https://blog.google/technology/developers/gemma-open-models/), udostępniane bezpłatnie do wykorzystania w tworzonych projektach. Dostosowanie istniejącego modelu LLM do konkretnego zadania nazywane jest inżynierią promptów (ang. prompt engineering).


  W ciągu ostatnich dwóch lat opracowano wiele technik tworzenia promptów, a w szerokim ujęciu niniejsza książka dotyczy stosowania inżynierii promptów z wykorzystaniem biblioteki LangChain — pokazuje, jak jej użyć, aby modele LLM robiły to, co zamierzasz. Zanim jednak przejdziemy do szczegółów biblioteki LangChain, warto omówić niektóre z tych technik (z góry przepraszamy, jeśli Twoja ulubiona technika, https://docs.anthropic.com/en/docs/build-with-claude/prompt-engineering/overview , nie została tu wymieniona — jest ich zbyt wiele, byśmy mogli opisać je wszystkie).


  Aby wypróbować te prompty, powinieneś je skopiować i spróbować wykonać na stronie OpenAI Playground. Oto co należy w tym celu zrobić:


  
    	Utwórz konto API OpenAI na stronie http://platform.openai.com. Dzięki temu, używając interfejsu API, będziesz mógł korzystać z modeli LLM firmy OpenAI w kodzie programów pisanych w językach Python lub JavaScript. Jednocześnie uzyskasz też dostęp do OpenAI Playground — serwisu, który pozwala w przeglądarce eksperymentować z promptami.


    	W razie potrzeby dodaj do nowego konta OpenAI dane do rozliczeń finansowych. OpenAI to komercyjny dostawca modeli LLM i pobiera opłaty za każde użycie swoich modeli za pośrednictwem API lub w serwisie OpenAI Playground. Aktualne ceny są dostępne na stronie https://openai.com/chatgpt/pricing/. W ciągu ostatnich dwóch lat, wraz z wprowadzaniem nowych funkcji i optymalizacji, ceny za korzystanie z modeli firmy OpenAI znacznie spadły.


    	Przejdź na stronę OpenAI Playground (https://platform.openai.com/playground/prompts?mode=chat&models=gpt-3.5-turbo) i możesz zacząć testować prompty zamieszczone w dalszej części tekstu. W tej książce będziemy korzystać z API firmy OpenAI.


    	Po wyświetleniu strony OpenAI Playground po lewej zobaczysz panel ustawień, w tym pole pozwalające na wybór modelu. Obok listy z wyborem modelu znajduje się przycisk ustawień zaawansowanych, którego kliknięcie pozwala wyświetlić okienko dialogowe z (między innymi) suwakiem Temperature. Przesuń go w lewo, aż pokaże wartość 0.00. Temperatura kontroluje losowość wyników generowanych przez model LLM. Im niższa jej wartość, tym bardziej deterministyczne będą zwracane odpowiedzi.

  


  A teraz przejdźmy do promptów!


  Prompty bez przykładów


  Najprostsza i najbardziej bezpośrednia technika pisania promptów, określana jako prompty bez przykładów (ang. zero-shot prompting), polega na wydaniu modelowi LLM jasnej instrukcji nakazującej wykonanie pożądanego zadania:


  
    Ile lat miał 30. prezydent USA w chwili śmierci matki jego żony?

  


  Zazwyczaj jest ona stosowana jako pierwsze podejście, które warto wypróbować, i często sprawdza się w przypadku prostych pytań, szczególnie gdy odpowiedź na nie prawdopodobnie znajdowała się w danych treningowych.


  Jeśli wykonamy powyższy prompt, używając modelu gpt-3.5-turbo firmy OpenAI, otrzymamy następującą odpowiedź:


  
    30. prezydent Stanów Zjednoczonych Ameryki, Calvin Cooligde, miał 48 lat, kiedy w roku 1926 zmarła matka jego żony.
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          Możliwe, że uzyskasz inny wynik niż my. Odpowiedzi generowane przez modele językowe mają pewien element losowości, a firma OpenAI mogła zaktualizować ten model LLM do czasu, gdy go wypróbujesz.

        
      

    
  


  Chociaż model poprawnie zidentyfikował 30. prezydenta USA, odpowiedź nie jest do końca trafna. Często konieczne jest iteracyjne dopracowywanie promptów i odpowiedzi, aby uzyskać niezawodny system. W kolejnych punktach rozwijamy to zagadnienie.


  Rozumowanie krok po kroku


  Bardzo przydatną techniką jest dodatkowe polecenie modelowi, aby poświęcił czas na przemyślenie odpowiedzi (https://research.google/blog/language-models-perform-reasoning-via-chain-of-thought/). Badania wykazały, że ta metoda poprawia wydajność w różnorodnych zadaniach. Co ciekawe, nowsze badania sugerują4, że technika ta może również obniżyć skuteczność modeli LLM w zadaniach, w których myślenie pogarsza wyniki u ludzi. Ta metoda, zwana rozumowaniem krok po kroku (ang. chain-of-thought prompting, CoT), polega zazwyczaj na dodaniu na początku promptu polecenia, aby model LLM opisał, w jaki sposób mógłby dojść do odpowiedzi:


  
    Rozumuj krok po kroku.

  


  
    Ile lat miał 30. prezydent USA w chwili śmierci matki jego żony?

  


  A teraz zobaczmy, jak model odpowiedział na powyższy prompt:


  
    1. Najpierw należy ustalić, kto był 30. prezydentem Stanów Zjednoczonych. Można to zrobić, przeglądając listę prezydentów USA lub wyszukując w internecie frazę "30. prezydent USA". Dowiesz się, że 30. prezydentem był Calvin Coolidge.

  


  
    2. Następnie należy sprawdzić, w jakich latach Calvin Coolidge sprawował urząd prezydenta. Informację tę można znaleźć w internecie lub w książce historycznej. Wynika z niej, że był prezydentem w latach 1923–1929.

  


  
    3. Teraz należy ustalić, w którym roku zmarła matka żony Calvina Coolidge'a. Można to zrobić, sprawdzając daty życia i śmierci jego żony, Grace Goodhue Coolidge. Dowiesz się, że żyła w latach 1879–1957.

  


  
    4. Oblicz teraz wiek matki żony Calvina Coolidge'a w chwili śmierci. Miała 78 lat.

  


  
    5. Ustal, ile lat miał Calvin Coolidge, gdy zmarła matka jego żony. Odejmij rok jego urodzenia, 1872, od roku śmierci jego teściowej, 1957. Wynika z tego, że Calvin Coolidge miał 85 lat, gdy zmarła matka jego żony.

  


  Zwróć uwagę, jak dużą różnicę w odpowiedzi modelu spowodowała niewielka zmiana w prompcie — dodanie polecenia „Rozumuj krok po kroku”. Teraz model generuje sekwencję kroków, które można wykonać, próbując odpowiedzieć na to pytanie. Niestety, choć kroki są bardzo rozsądne, końcowy wynik wciąż jest niepoprawny, ponieważ model popełnił błędy w faktach, podając niewłaściwe daty urodzenia i śmierci matki żony prezydenta Coolidge'a. Przekonajmy się, jak można rozwiązać ten problem.


  Generowanie wspomagane wyszukiwaniem


  Generowanie wspomagane wyszukiwaniem (ang. retrieval-augmented generation, RAG) polega na znajdowaniu istotnych fragmentów tekstu, określanych także jako kontekst, takich jak fakty encyklopedyczne, i uwzględnianiu tego kontekstu w prompcie. Technikę RAG można (a w rzeczywistych zastosowaniach nawet należy) łączyć z metodą rozumowania krok po kroku (CoT); jednak tutaj, dla uproszczenia, opiszemy je osobno. Oto przykład zapytania wykorzystującego techniki RAG:


  
    Kontekst:

  


  
    - Calvin Coolidge (właściwie John Calvin Coolidge Jr.; /ˈkuːlɪdʒ/; 4 lipca 1872 – 5 stycznia 1933) był amerykańskim prawnikiem i politykiem, który pełnił funkcję 30. prezydenta Stanów Zjednoczonych w latach 1923–1929.

  


  
    - Grace Anna Coolidge (z domu Goodhue; 3 stycznia 1879 – 8 lipca 1957) była żoną 30. prezydenta Stanów Zjednoczonych, Calvina Coolidge'a.

  


  
    - Grace Anna Goodhue urodziła się 3 stycznia 1879 roku w Burlington, Vermont, jako jedyne dziecko Andrew Issachara Goodhue i Lemiry Barrett Goodhue.

  


  
    - Lemira A. Goodhue (z domu Barrett); data urodzenia: 26 kwietnia 1849; miejsce urodzenia: Burlington, hrabstwo Chittenden, Vermont, Stany Zjednoczone; data śmierci: 24 października 1929. 

  


  
    Ile lat miał 30. prezydent Stanów Zjednoczonych, gdy zmarła matka jego żony?

  


  A oto odpowiedź zwrócona przez model:


  
    30. prezydent Stanów Zjednoczonych, Calvin Coolidge, miał 54 lata, gdy 24 października 1929 roku zmarła matka jego żony, Lemira A. Goodhue.

  


  Teraz jesteśmy znacznie bliżej poprawnej odpowiedzi, ale jak wspomnieliśmy wcześniej, modele językowe nie radzą sobie najlepiej z obliczeniami matematycznymi bez dodatkowych usprawnień. W tym przypadku końcowy wynik — 54 lata — różni się od poprawnego o trzy lata. Zobaczmy, jak możemy to poprawić.


  Wywoływanie narzędzi


  Technika wywoływania narzędzi polega na poprzedzeniu promptu listą zewnętrznych funkcji, z których model LLM może korzystać. Lista ta zawiera opisy zastosowań poszczególnych funkcji oraz instrukcje, jak zasygnalizować w wyniku chęć użycia jednej (lub kilku) z tych funkcji. Ostatecznie to Ty — jako twórca aplikacji — powinieneś przetworzyć wynik i wywołać odpowiednie funkcje. Oto jeden ze sposobów, jak to zrobić:


  
    Narzędzia:

  


  
    - calculator: To narzędzie pobiera wyrażenie matematyczne i zwraca jego wynik.

  


  
    - search: To narzędzie pobiera zapytanie do wyszukania i zwraca pierwszy z wyników wyszukiwania.

  


  
    Jeśli chcesz użyć tych narzędzi, by dotrzeć do odpowiedzi, zwróć listę narzędzi w formacie CSV, zaczynając wiersz od `tool,input`.

  


  
    Ile lat miał 30. prezydent USA w chwili śmierci matki jego żony?

  


  A oto przykładowa odpowiedź:


  
    tool,input

  


  
    calculator,2023-1892

  


  
    search,"Ile lat miał 30. prezydent USA w chwili śmierci matki jego żony?"

  


  Chociaż model LLM poprawnie zastosował się do instrukcji dotyczących formatu wyjściowego, wybrane narzędzia i dane wejściowe nie są optymalne dla naszego przykładowego promptu. To pokazuje jedną z najważniejszych rzeczy, o których należy pamiętać przy tworzeniu promptów dla modeli LLM: każda technika jest najbardziej skuteczna, gdy stosuje się ją w połączeniu z (jakimiś) innymi. Na przykład w tym przypadku moglibyśmy ulepszyć wynik, łącząc wywołanie narzędzi, rozumowanie krok po kroku i wyszukiwanie z użyciem techniki RAG w jednym prompcie korzystającym ze wszystkich trzech technik. Zobaczmy, jak by to mogło wyglądać:


  
    Kontekst:

  


  
    - Calvin Coolidge (właściwie John Calvin Coolidge Jr.; /ˈkuːlɪdʒ/; 4 lipca 1872 – 5 stycznia 1933) był amerykańskim prawnikiem i politykiem, który pełnił funkcję 30. prezydenta Stanów Zjednoczonych w latach 1923–1929.

  


  
    - Grace Anna Coolidge (z domu Goodhue; 3 stycznia 1879 – 8 lipca 1957) była żoną 30. prezydenta Stanów Zjednoczonych, Calvina Coolidge'a.

  


  
    - Grace Anna Goodhue urodziła się 3 stycznia 1879 roku w Burlington, Vermont, jako jedyne dziecko Andrew Issachara Goodhue i Lemiry Barrett Goodhue.

  


  
    - Lemira A. Goodhue (z domu Barrett); data urodzenia: 26 kwietnia 1849; miejsce urodzenia: Burlington, hrabstwo Chittenden, Vermont, Stany Zjednoczone; data śmierci: 24 października 1929. 

  


  
    Narzędzia:

  


  
    - search: To narzędzie pobiera zapytanie do wyszukania i zwraca pierwszy z wyników wyszukiwania.

  


  
    Jeśli chcesz użyć tych narzędzi, by dotrzeć do odpowiedzi, zwróć listę narzędzi w formacie CSV, zaczynając wiersz od `tool,input`.

  


  
    Rozumuj krok po kroku.

  


  
    Ile lat miał 30. prezydent Stanów Zjednoczonych, gdy zmarła matka jego żony?

  


  Po wykonaniu tego polecenia, być może po kilku próbach, możemy otrzymać następujący wynik:


  
    tool,input

  


  
    calculator,1929 - 1872

  


  Jeśli przetworzymy ten wynik zapisany w formacie CSV i użyjemy funkcji kalkulatora do wykonania działania 1929 - 1827, otrzymamy wreszcie prawidłową odpowiedź: 57 lat.


  Podobnie jak w poprzednim przykładzie, łącząc technikę RAG z rozumowaniem krok po kroku i wykorzystaniem narzędzi, możemy pobrać najbardziej istotne dane, aby zapewnić poprawność wyniku modelu, a następnie prowadzić go krok po kroku, aby model efektywnie wykorzystał przygotowany kontekst.


  Prompty z kilkoma przykładami


  Na koniec przedstawimy jeszcze jedną bardzo przydatną technikę tworzenia promptów: uczenie na kilku przykładach (ang. few-shot prompting).


  Polega ona na dostarczeniu modelowi LLM przykładów innych pytań wraz z poprawnymi odpowiedziami, co umożliwia mu nauczenie się wykonywania nowego zadania bez konieczności dodatkowego treningu czy dostrajania. W porównaniu z dostrajaniem uczenie na kilku przykładach jest bardziej elastyczne — można je stosować na bieżąco podczas pisania i wykonywania promptów — choć jednocześnie mniej efektywne i zapewnia gorsze wyniki. Niemniej zazwyczaj warto najpierw wypróbować uczenie na kilku przykładach, zanim zdecydujemy się na dostrajanie modelu:


  Statyczne uczenie na kilku przykładach


  Najprostszą wersją tej techniki jest przygotowanie z góry określonej listy kilku przykładów, które dołącza się do promptu.


  Dynamiczne uczenie na kilku przykładach


  Jeśli mamy zbiór wielu przykładów, możemy wybierać najbardziej odpowiednie z nich dla każdego nowego zapytania.


  W następnym podrozdziale opiszemy, jak używać biblioteki LangChain do tworzenia aplikacji korzystających z modeli LLM i opisanych wcześniej technik inżynierii promptów.


  LangChain i jego znaczenie


  LangChain był jedną z pierwszych bibliotek otwartoźródłowych, która dostarczyła narzędzi do pracy z modelami językowymi (LLM) i tworzenia promptów, a także umożliwiła ich niezawodne łączenie w większe aplikacje.


  W momencie pisania tej książki biblioteka LangChain osiągnęła ponad 28 milionów miesięcznych pobrań, 99 000 gwiazdek w serwisie GitHub (https://github.com/langchain-ai/langchain)5 i dysponowała największą społecznością programistów w zakresie rozwiązań generatywnej sztucznej inteligencji (wynoszącą ponad 72 000 członków; https://github.com/langchain-ai/langchain/network/dependents). Biblioteka ta pozwala inżynierom oprogramowania bez doświadczenia w uczeniu maszynowym na wykorzystanie mocy modeli LLM do tworzenia różnorodnych aplikacji, zaczynając od chatbotów, a kończąc na inteligentnych agentach AI zdolnych do rozumowania i odpowiedzialnego działania.


  LangChain opiera się na koncepcji (o której wspominaliśmy w poprzednim punkcie rozdziału), że techniki promptowania są najbardziej użyteczne, gdy stosuje się je łącznie. Aby ułatwić to zadanie, LangChain dostarcza proste abstrakcje dla każdej z głównych technik inżynierii promptów. Przez abstrakcje rozumiemy tu funkcje i klasy w językach Python i JavaScript, które hermetyzują koncepcje danych technik w łatwej do użycia formie. Abstrakcje te zostały zaprojektowane tak, aby dobrze ze sobą współpracowały i aby można je było łączyć w większe aplikacje wykorzystujące modele LLM.


  Przede wszystkim LangChain zapewnia integrację z głównymi dostawcami modeli LLM, zarówno komercyjnymi (takimi jak firmy: OpenAI — https://openai.com, Anthropic — https://www.anthropic.com, Google — https://cloud.google.com/vertex-ai/generative-ai/docs i inne), jak i otwartoźródłowymi (takimi jak: Llama — https://www.llama.com/llama2/, Gemma — https://blog.google/technology/developers/gemma-open-models/ i inne). Integracje te mają wspólny interfejs, co ułatwia testowanie nowych modeli LLM w miarę ich pojawiania się i pozwala uniknąć uzależnienia od rozwiązań konkretnego dostawcy. Będziemy z nich korzystać w rozdziale 1.


  LangChain udostępnia również abstrakcje szablonów promptów, które umożliwiają wielokrotne wykorzystanie promptów, oddzielając statyczny tekst od symboli zastępczych, które będą inne podczas każdego przesłania promptu do modelu LLM w celu wygenerowania odpowiedzi. Więcej informacji na ten temat można znaleźć także w rozdziale 1. Prompty wykonywane za pośrednictwem biblioteki LangChain można przechowywać w serwisie LangChain Hub, aby dzielić się nimi z innymi członkami zespołu.


  LangChain pozwala również na wiele integracji z usługami zewnętrznymi (takimi jak Google Sheets, Wolfram Alpha, Zapier i inne) udostępnionymi jako narzędzia, co stanowi standardowy interfejs dla funkcji używanych w technice wywoływania narzędzi.


  Jeśli chodzi o technikę RAG, LangChain zapewnia integrację z głównymi modelami osadzania (ang. embedding models; modelami językowymi zaprojektowanymi do generowania numerycznej reprezentacji, ang. embedding, znaczenia zdania, akapitu itp.), wektorowymi bazami danych (przeznaczonymi do przechowywania osadzeń) oraz indeksami wektorowymi (zwykłymi bazami danych zapewniającymi możliwość przechowywania wektorów). Więcej na ten temat dowiesz się w rozdziałach 2. i 3.


  Jeśli chodzi o technikę rozumowania krok po kroku, LangChain (poprzez bibliotekę LangGraph) dostarcza abstrakcje agentów, które łączą rozumowanie metodą krok po kroku i wywoływanie narzędzi — rozwiązanie spopularyzowane przez artykuł ReAct (https://react-lm.github.io). Umożliwia to tworzenie aplikacji LLM, które:


  
    	Rozumują o krokach do podjęcia.


    	Przekładają te kroki na wywołania zewnętrznych narzędzi.


    	Odbierają wyniki tych wywołań narzędzi.


    	Powtarzają proces, aż zadanie zostanie wykonane.

  


  Zagadnienia te zostały opisane w rozdziałach od 5. do 8.


  W przypadku chatbotów przydatne jest śledzenie poprzednich interakcji i wykorzystywanie ich w dalszej części konwersacji podczas generowania odpowiedzi. Rozwiązanie to jest nazywane pamięcią, a w rozdziale 4. została opisana jego implementacja z wykorzystaniem biblioteki LangChain.


  Na koniec, LangChain dostarcza narzędzi do łączenia tych wszystkich elementów w spójne aplikacje. Więcej informacji na ten temat można znaleźć w rozdziałach od 1. do 6.


  Oprócz tego LangChain oferuje LangSmith — platformę ułatwiającą debugowanie, testowanie, wdrażanie i monitorowanie przepływów pracy AI, oraz LangGraph — platformę do wdrażania i skalowania agentów LangGraph. Zostały one opisane odpowiednio w rozdziałach 9. i 10.


  Czego można oczekiwać po tej książce


  Mamy nadzieję, że ta książka pokaże Ci fascynujące możliwości, jakie zapewnia dodanie modeli LLM do Twojego arsenału narzędzi programistycznych.


  Zaczęliśmy programować, ponieważ lubimy tworzyć rzeczy, doprowadzać projekty do końca, patrzeć na gotowy produkt i uświadamiać sobie, że stworzyliśmy coś nowego. Programowanie z wykorzystaniem modeli LLM jest dla nas tak ekscytujące, ponieważ poszerza zakres rzeczy, które możemy stworzyć. Sprawia, że trudne dotąd zadania stają się łatwe (na przykład wyodrębnianie istotnych liczb z długiego tekstu), a niemożliwe stają się możliwe — jeszcze rok temu próba stworzenia zautomatyzowanego asystenta kończyła się piekłem, które wszyscy znamy z infolinii obsługi klienta.


  Teraz, dzięki modelom LLM i platformie LangChain, możesz tworzyć przyjazne asystenty (i wiele innych aplikacji), które rozmawiają z Tobą i w rozsądnym stopniu rozumieją Twoje intencje. Różnica jest kolosalna! Jeśli to brzmi dla Ciebie ekscytująco (tak jak dla nas), to trafiłeś we właściwe miejsce.


  W niniejszym wstępie przypomnieliśmy, co sprawia, że modele językowe działają i dlaczego dają Ci „supermoce” do tworzenia przeróżnych rozwiązań. Posiadanie tych bardzo dużych modeli uczenia maszynowego, które rozumieją język i mogą generować odpowiedzi w języku naturalnym, stanowi wszechstronne, programowalne (dzięki technikom inżynierii promptów) narzędzie do generowania tekstów. Mamy nadzieję, że czytając tę książkę, przekonasz się, jak bardzo jest ono potężne.


  Zaczniemy od chatbota AI dostosowanego (przynajmniej w znacznej większości) za pomocą instrukcji wydawanych w języku polskim. Już samo to rozwiązanie powinno otworzyć Ci oczy — przekonasz się bowiem, że teraz możesz „programować” część zachowania swojej aplikacji bez konieczności pisania kodu.


  Następnie przejdziemy do kolejnej możliwości: zapewniania chatbotowi dostępu do Twoich własnych dokumentów, co zmienia go z ogólnego asystenta w eksperta w dowolnej dziedzinie wiedzy, dla której możesz znaleźć bibliotekę tekstów. Pozwoli to na przykład na odpowiadanie na pytania lub streszczanie dokumentów, które napisałeś.


  Potem sprawimy, że chatbot będzie pamiętał Twoje poprzednie rozmowy. Poprawi to jego działanie na dwa sposoby: po pierwsze, rozmowa z chatbotem, który pamięta, o czym rozmawialiście wcześniej, będzie znacznie bardziej naturalna, a po drugie, z upływem czasu pojawi się możliwość spersonalizowania chatbota i dostosowania go do preferencji każdego z użytkowników.


  Następnie wykorzystamy techniki rozumowania krok po kroku i wywoływania narzędzi, aby wyposażyć chatbota w możliwość planowania i iteracyjnego działania zgodnie z tymi planami. Umożliwi to realizację bardziej skomplikowanych zadań, takich jak napisanie raportu badawczego na wybrany temat.


  Gdy zaczniesz używać chatbota do bardziej złożonych zadań, poczujesz potrzebę wyposażenia go w narzędzia do współpracy z Tobą. Obejmuje to zarówno możliwość przerwania lub autoryzacji działań przed ich podjęciem, jak i zapewnienia chatbotowi możliwości proszenia o więcej informacji lub dodatkowe wyjaśnienia przed podjęciem działania.


  Na koniec pokażemy Ci, jak wdrożyć chatbota w środowisku produkcyjnym, i omówimy, co należy wziąć pod uwagę przed tym krokiem i po nim; w tym zajmiemy się zagadnieniami opóźnień, niezawodności i bezpieczeństwa. Następnie pokażemy, jak monitorować działanie chatbota w środowisku produkcyjnym i jak stale go ulepszać w miarę użytkowania.


  W międzyczasie wyjaśnimy Ci niuanse każdej z opisywanych technik, tak byś po zakończeniu lektury niniejszej książki faktycznie mógł dodać do swojego arsenału programistycznego nowe narzędzie (lub dwa).


  Konwencje zastosowane w tej książce


  W książce używane są następujące konwencje typograficzne:


  Kursywa


  Stosowana do oznaczania nowych terminów, adresów URL, adresów e-mail, nazw plików i ich rozszerzeń.


  Czcionka o stałej szerokości


  Używana w listingach programów oraz w tekście do oznaczania elementów kodu, takich jak nazwy zmiennych, funkcji, baz danych, typów danych, zmiennych środowiskowych, a także instrukcje i słowa kluczowe.
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          Ten element oznacza wskazówkę lub sugestię.
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          Ten element oznacza ogólną uwagę.

        
      

    
  


  Przykłady kodu


  Materiały uzupełniające (przykłady kodów, ćwiczenia itp.) są dostępne do pobrania pod adresem https://github.com/langchain-ai/learning-langchain.


  W przypadku pytań technicznych lub problemów z użyciem przykładów kodów prosimy o wysłanie wiadomości e-mail na adres support@oreilly.com.


  Książka ta ma na celu pomóc Ci w Twojej pracy. Ogólnie rzecz biorąc, możesz używać prezentowanych w niej kodów we własnych programach i dokumentacji. Nie musisz kontaktować się z nami w celu uzyskania zgody, chyba że zamierzasz skopiować znaczną część kodu. Na przykład napisanie programu, który wykorzystuje kilka fragmentów kodu z tej książki, nie wymaga pozwolenia. Sprzedaż lub rozpowszechnianie przykładów z książek wydawnictwa O'Reilly wymaga pozwolenia. Udzielenie odpowiedzi na pytanie poprzez cytowanie tej książki i przytaczanie przykładowego kodu nie wymaga pozwolenia. Będzie go natomiast wymagać włączenie do dokumentacji Twojego produktu znacznej ilości przykładowego kodu z tej książki.


  Doceniamy, ale zwykle nie wymagamy podawania informacji o źródle. Taka informacja zazwyczaj zawiera tytuł, autora, wydawcę i ISBN. Na przykład: „LangChain i LangGraph. Projektowanie aplikacji opartych na dużych modelach językowych w praktyce autorstwa Mayo Oshina i Nuno Camposa, Helion, 978-83-289-3072-8”.


  Jeśli uważasz, że Twoje użycie przykładów kodów wykracza poza dozwolony użytek lub powyższe zezwolenie, skontaktuj się z nami pod adresem permissions@oreilly.com.


  Podziękowania


  Pragniemy wyrazić naszą wdzięczność i uznanie dla recenzentów — Rajata Kanta Goela, Douglasa Bailleya, Toma Tauliego, Gourava Baisa i Jacoba Lee — za przekazanie cennych uwag technicznych, które przyczyniły się do ulepszenia tej książki.


  
    1 Tom B. Brown i inni, Language Models Are Few-Shot Learners (https://arxiv.org/abs/2005.14165), arXiv, 22 lipca 2020.


    2 Xiang Zhang i inni, Don't Trust ChatGPT When Your Question Is Not in English: A Study of Multilingual Abilities and Types of LLMs (https://aclanthology.org/2023.emnlp-main.491.pdf), opracowanie z konferencji Conference on Empirical Methods in Natural Language Processing, 6 – 10 grudnia 2023.


    3 Więcej informacji na ten temat można znaleźć w publikacji pod redakcją Ashisha Vaswaniego, Attention Is All You Need (https://arxiv.org/abs/1706.03762), arXiv, 12 czerwca 2017.


    4 Ryan Liu i inni, Mind Your Step (by Step): Chain-of-Thought Can Reduce Performance on Tasks Where Thinking Makes Humans Worse (https://arxiv.org/abs/2410.21333), arXiv, 8 listopada 2024.


    5 W czasie przygotowywania polskiego wydania książki było ich już ponad 110 000! — przyp. tłum.

  


  Rozdział 1. Podstawy modeli językowych z wykorzystaniem LangChaina


  Wstęp dał Ci przedsmak możliwości, jakie zapewnia odpowiednie formułowanie promptów dla modeli LLM. Czytając go, mogłeś się przekonać, jak różne techniki tworzenia promptów wpływają na wyniki generowane przez modele LLM, szczególnie gdy techniki te zostaną umiejętnie połączone. Wyzwaniem w tworzeniu dobrych aplikacji korzystających z modeli LLM jest właśnie skuteczne konstruowanie promptów przesyłanych do modelu oraz przetwarzanie jego przewidywań, aby uzyskać trafne wyniki (patrz rysunek 1.1).


  [image: Rysunek 1.1. Wyzwanie związane z wykorzystaniem modeli językowych w aplikacjach]


  Rysunek 1.1. Wyzwanie związane z wykorzystaniem modeli językowych w aplikacjach


  Jeśli potrafisz rozwiązać ten problem, jesteś na dobrej drodze do tworzenia aplikacji korzystających z modeli LLM — zarówno prostych, jak i złożonych. W tym rozdziale dowiesz się więcej o tym, jak elementy składowe biblioteki LangChain odpowiadają koncepcjom modeli LLM i jak, odpowiednio połączone, umożliwiają tworzenie aplikacji korzystających z tych modeli. Najpierw jednak w ramce „Dlaczego LangChain?” znajdziesz krótkie wyjaśnienie, dlaczego uważamy, że do budowania aplikacji korzystających z modeli LLM warto używać właśnie tej biblioteki.


  
    
      
        	
          Dlaczego LangChain?


          Oczywiście można tworzyć aplikacje korzystające z modeli LLM bez stosowania biblioteki LangChain. Najbardziej oczywistą alternatywą jest stosowanie zestawu narzędzi programistycznych (SDK) wybranego dostawcy modeli LLM (na przykład firmy OpenAI), który udostępnia metody interfejsu HTTP API jako funkcje w wybranym języku programowania.


          Uważamy jednak, że nauka LangChaina z kilku powodów opłaci się zarówno w krótszej, jak i dłuższej perspektywie czasowej. A oto dlaczego tak sądzimy:


          Gotowe wzorce


          LangChain udostępnia referencyjne implementacje najczęściej stosowanych wzorców aplikacji korzystających z modeli LLM (niektóre z nich wymieniliśmy we wstępie: rozumowanie krok po kroku, wywoływanie narzędzi itd.). Jest to najszybszy sposób na rozpoczęcie pracy z modelami LLM i często może być wszystkim, czego będziesz potrzebować. Sugerujemy rozpoczynanie każdej nowej aplikacji od próby zastosowania tych trzech wzorców i sprawdzenia, czy wyniki są wystarczające dla Twojego przypadku użycia. Jeśli okaże się, że wyniki nie są satysfakcjonujące, będziesz musiał przejść do następnego punktu, aby poznać drugą część bibliotek LangChain.


          Wymienne komponenty


          Są to elementy, które można łatwo zastąpić alternatywnymi rozwiązaniami. Każdy komponent (model LLM, model konwersacyjny, parser danych wyjściowych i tak dalej — więcej na ten temat dowiesz się już niebawem) jest zgodny z pewną wspólną specyfikacją, dzięki czemu tworzona aplikacja jest odporna na przyszłe zmiany. W miarę jak dostawcy modeli udostępniają nowe funkcje i zmieniają się Twoje potrzeby, możesz rozwijać swoją aplikację bez konieczności jej ciągłego przepisywania.


          W przykładach programistycznych prezentowanych w tej książce będziemy korzystać z następujących głównych komponentów:


          
            	model LLM/model konwersacyjny: OpenAI,


            	osadzenia: OpenAI,


            	wektorowa baza danych: PGVector.

          


          Każdy z tych elementów można zastąpić dowolnym z alternatywnych rozwiązań wymienionych na kolejnych stronach:


          Modele konwersacyjne


          Zobacz dokumentację biblioteki LangChain (https://python.langchain.com/docs/integrations/chat/). Jeśli nie chcesz korzystać z modelu firmy OpenAI (komercyjne API), sugerujemy użycie modeli firmy Anthropic (https://python.langchain.com/docs/integrations/chat/anthropic/) będących alternatywą komercyjną lub z Ollama (https://python.langchain.com/docs/integrations/chat/ollama/) jako rozwiązania otwartoźródłowego.


          Osadzenia


          Zobacz dokumentację LangChaina (https://python.langchain.com/docs/integrations/text_embedding/). Jeśli nie chcesz korzystać z rozwiązań firmy OpenAI (komercyjnego API), sugerujemy skorzystanie z Cohere (https://python.langchain.com/docs/integrations/text_embedding/cohere/) będącego alternatywą komercyjną lub Ollama (https://python.langchain.com/docs/integrations/chat/ollama/) jako rozwiązania otwartoźródłowego.


          Wektorowe bazy danych


          Zobacz dokumentację LangChaina (https://python.langchain.com/docs/integrations/vectorstores/). Jeśli nie chcesz korzystać z PGVector (otwartoźródłowego rozszerzenia popularnej bazy danych SQL Postgres), sugerujemy użycie Weaviate (https://python.langchain.com/docs/integrations/vectorstores/weaviate/) (wyspecjalizowanej bazy wektorowej) lub OpenSearch (https://python.langchain.com/docs/integrations/vectorstores/opensearch/) (są to funkcje wyszukiwania wektorowego będące częścią popularnej bazy danych wyszukiwania).


          Jednak ułatwienia, jakie zapewnia biblioteka LangChain, znacznie wykraczają poza to, że wszystkie modele LLM mają te same metody, z podobnymi argumentami i zwracają podobne wyniki. Przyjrzyjmy się przykładowi modeli konwersacyjnych i dwóm popularnym dostawcom LLM, firmom: OpenAI i Anthropic. Obie udostępniają konwersacyjny interfejs API, który otrzymuje wiadomości (zdefiniowane jako obiekty zawierające łańcuchy znaków określające typ oraz treści) i zwraca nową wiadomość wygenerowaną przez model. Jeśli jednak spróbujesz użyć obu modeli w tej samej konwersacji, natychmiast pojawią się problemy, gdyż formaty wiadomości zwracanych przez oba modele będą nieznacznie odmienne i niezgodne ze sobą. LangChain ukrywa te różnice, umożliwiając budowanie aplikacji, które są naprawdę niezależne od konkretnego dostawcy modeli LLM. Na przykład dzięki użyciu biblioteki LangChain chatbot korzystający zarówno z modelu firmy OpenAI, jak i firmy Anthropic będzie działał bez żadnych problemów.


          I w końcu, kiedy zaczniesz tworzyć aplikacje LLM korzystające z kilku takich komponentów, na pewno przydadzą Ci się możliwości orkiestracji, jakie zapewnia LangChain:


          
            	Wszystkie główne komponenty umożliwiają stosowanie systemu wywołań zwrotnych, pozwalającego na obserwowanie ich działania (więcej informacji na ten temat znajdziesz w rozdziale 8.).


            	Wszystkie główne komponenty implementują ten sam interfejs (to zagadnienie zostało szerzej opisane pod koniec tego rozdziału).


            	Jeśli działanie aplikacji korzystającej z modeli LLM musi trwać bardzo długo, 
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