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  O autorze


  Yuxi (Hayden) Liu był inżynierem oprogramowania zajmującym się uczeniem maszynowy w firmie Google. Dzięki bogatemu doświadczeniu zdobytemu podczas pracy jako specjalista ds. uczenia maszynowego wykorzystywał swoją wiedzę z zakresu uczenia maszynowego w takich obszarach, jak analiza danych, reklama obliczeniowa, cyberbezpieczeństwo oraz wyszukiwanie informacji.


  Jest autorem serii wpływowych książek poświęconych uczeniu maszynowemu oraz entuzjastą edukacji. Jego debiutancka książka, będąca jednocześnie pierwszym wydaniem Python. Uczenie maszynowe w przykładach, zajęła pierwsze miejsce na liście bestsellerów Amazona i została przetłumaczona na wiele języków.


  
    O korektorach merytorycznych


    Aayush Mudgal jest ekspertem w dziedzinie uczenia głębokiego, inwestorem oraz doradcą wielu start-upów z obszaru uczenia maszynowego, a także laureatem nagrody „40 Under 40 Data Scientist”. Obecnie pracuje jako starszy inżynier uczenia maszynowego i odpowiada za rozwój modeli spersonalizowanych wykorzystywanych przez miliony użytkowników na całym świecie. Specjalizuje się w systemach rekomendacyjnych o dużej skali, personalizacji oraz rynkach reklamy internetowej.


    Zanim rozpoczął pracę w branży, Aayush prowadził badania nad inteligentnymi systemami nauczania, opracowując mechanizmy generowania informacji zwrotnej opartych na danych, wspierające studentów w nauce programowania. Ukończył studia magisterskie z informatyki na Uniwersytecie Columbia oraz studia inżynierskie na Indyjskim Instytucie Technologii w Kanpurze. Był członkiem komitetów programowych wielu czołowych konferencji, takich jak NeurIPS, ICML, ICLR, RecSys oraz WWW, a także regularnie pełnił rolę sędziego podczas hackathonów.


    Juantomás García pracuje jako Chief Envisioning Officer w firmie SNGULAR. Od momentu dołączenia do SNGULAR w 2018 roku Juantomás wykorzystuje swoje bogate doświadczenie, aby czerpać z potencjału nowych technologii i wdrażać je w rozwiązaniach oraz usługach oferowanych przez firmę.


    Juantomás jest także ekspertem i programistą chmury oraz uczenia maszynowego w Google, współautorem książki o oprogramowaniu La Pastilla Roja i twórcą „AbadIA” — opartej na sztucznej inteligencji aplikacji grającej w popularną hiszpańską grę La Abadía del Crimen. Jest ekspertem w dziedzinie technologii wolnego oprogramowania, udzielał się na ponad 300 międzynarodowych konferencjach branżowych.


    Ukończył studia informatyczne na politechnice w Madrycie. Aktywnie działa jako współtwórca technologii i mentor w różnych organizacjach akademickich i start-upach. Regularnie organizuje spotkania Machine Learning Spain i GDG Cloud Madrid. Jest mentorem przedsiębiorców w Google Launchpad oraz w ramach inicjatywy Women Techmakers, a także pełni funkcję dyrektora technicznego projektu Smart Global Forest na Universidad de Valladolid oraz przewodniczącego SNGULAR. Pełni również rolę doradcy w Google Developers Advisory Board.


    Z wyrazami miłości dla mojej żony, Elisy, oraz moich synów, Nico i Oliego.


    Roman Tezikov jest inżynierem uczenia maszynowego oraz entuzjastą tej dziedziny, posiadającym ponad siedmioletnie doświadczenie w zakresie komputerowego rozpoznawania obrazów, przetwarzania języka naturalnego, dużych modeli językowych oraz MLOps. Jako współtwórca społeczności ML-REPA organizował warsztaty i spotkania poświęcone zagadnieniom powtarzalności w uczeniu maszynowym oraz automatyzacji potoków. Jego ostatnie zainteresowania koncentrują się wokół zastosowania sztucznej inteligencji w obszarze fitness w firmie Zing Coach.


    Roman pełnił również funkcję recenzenta technicznego książki Sebastiana Raschki Machine Learning with PyTorch and Scikit-Learn, dbając o rzetelność oraz kompleksowość treści obejmujących zarówno podstawy uczenia maszynowego, jak i najnowsze rozwiązania z zakresu uczenia głębokiego.


    Bardzo dziękuję mojej żonie Annie za jej wsparcie i zachętę. Chciałbym także podziękować wydawnictwu Packt za danie mi możliwości wzięcia udziału w tej podróży.

  


  Przedmowa


  Czwarte wydanie książki Python. Uczenie maszynowe w przykładach jest obszernym podręcznikiem dla początkujących i zaawansowanych praktyków uczenia maszynowego, którzy chcą poznać bardziej zaawansowane techniki, takie jak modelowanie multimodalne. To wydanie książki koncentruje się na najlepszych praktykach i dostarcza informacje nieocenione dla inżynierów uczenia maszynowego, naukowców zajmujących się danymi oraz entuzjastów.


  Poznaj zaawansowane techniki, w tym dwa nowe rozdziały poświęcone transformerom do przetwarzania języka naturalnego implementowanym z wykorzystaniem modeli BERT i GPT oraz multimodalnym modelom komputerowego rozpoznawania obrazów tworzonym z zastosowaniem biblioteki PyTorch i modeli z serwisu Hugging Face. W tej książce nauczysz się kluczowych metod modelowania, prezentowanych i opisanych na praktycznych przykładach takich jak prognozowanie cen akcji czy tworzenie wyszukiwarki obrazów.


  Ta książka prezentuje złożone zagadnienia, pomagając przejść od teoretycznego zrozumienia do praktycznego zastosowania. Dzięki temu doskonałemu przewodnikowi zmierzysz się z trudnymi problemami oraz rozwiniesz swoje kompetencje i odkryjesz potencjał zaawansowanych technik uczenia maszynowego.


  Dla kogo jest ta książka?


  Jeśli jesteś analitykiem lub inżynierem danych pasjonującym się uczeniem maszynowym i chcesz poznać jego praktyczne zastosowania, ta książka jest właśnie dla Ciebie. Przyjęto w niej założenie, że potrafisz programować w języku Python. Oprócz tego jest zalecana, ale nie wymagana, podstawowa znajomość pojęć statystycznych.


  O czym jest ta książka?


  Rozdział 1., „Pierwsze kroki z uczeniem maszynowym i Pythonem”, rozpoczyna podróż po tej dziedzinie informatyki. Dowiesz się, czym jest uczenie maszynowe i dlaczego jest tak potrzebne. Poznasz jego ewolucję w ostatnich dekadach. W dalszej części rozdziału opisane są w praktyczny i ciekawy sposób typowe zastosowania uczenia maszynowego, najważniejsze techniki przetwarzania danych i modele. Ponadto zainstalujesz oprogramowanie i narzędzia niezbędne do wykonania przykładów i projektów opisanych w kolejnych rozdziałach.


  Rozdział 2., „Tworzenie systemu rekomendacji filmów na bazie naiwnego klasyfikatora Bayesa”, jest poświęcony klasyfikowaniu danych, ze szczególnym uwzględnieniem binarnego naiwnego klasyfikatora Bayesa. Celem jest zbudowanie systemu rekomendującego filmy. Poznasz podstawowe pojęcia klasyfikacji oraz prosty, ale skuteczny algorytm, zwany naiwnym klasyfikatorem Bayesa. W rozdziale opisano również precyzyjne strojenie modelu. Jest to ważna umiejętność, którą musi posiąść każdy adept badania danych i uczenia maszynowego.


  Rozdział 3., „Prognozowanie kliknięć reklam internetowych przy użyciu algorytmów drzewiastych”, przedstawia i szczegółowo wyjaśnia algorytmy drzewiaste (drzewa decyzyjne, lasy losowe, drzewa ze wzmocnieniem) oraz rozwiązywanie przy ich użyciu problemu klikalności reklam internetowych. Dogłębnie poznasz drzewa decyzyjne od korzeni do liści i zaimplementujesz je od podstaw przy użyciu bibliotek scikit-learn oraz XGBoost. Przy okazji zapoznasz się z takimi pojęciami, jak ważność i selekcja cech oraz uczenie zespołowe.


  Rozdział 4., „Prognozowanie kliknięć reklam internetowych przy użyciu regresji logistycznej”, kontynuuje temat prognozowania kliknięć. Koncentruje się na elastycznie skalowalnym modelu klasyfikacyjnym, jakim jest regresja logistyczna. Dowiesz się tutaj, na czym ona polega i jak się ją stosuje w dużych zbiorach danych. W rozdziale opisano również kodowanie zmiennych kategorialnych, regularyzację L1 i L2, selekcję cech, uczenie online oraz stochastyczny gradient prosty.


  Rozdział 5., „Prognozowanie cen akcji za pomocą algorytmów regresji”, skupia się na kilku popularnych algorytmach regresyjnych, m.in. regresji liniowej, drzewie regresyjnym i lesie regresyjnym. Zachęcam Cię do zmierzenia się z zagadnieniem wagi miliardów, a nawet bilionów dolarów, czyli z prognozowaniem cen akcji. W tym rozdziale przećwiczysz rozwiązywanie problemów regresyjnych za pomocą bibliotek scikit-learn i TensorFlow.


  Rozdział 6., „Prognozowanie cen akcji za pomocą sieci neuronowych”, przedstawia i dogłębnie wyjaśnia modele sieci neuronowych. Opisuje ich bloki konstrukcyjne oraz najważniejsze aspekty, takie jak funkcje aktywacji, jednokierunkowość i propagacja wstecz. Zaczniesz od zbudowania najprostszej sieci neuronowej, którą następnie rozbudujesz, dodając kolejne warstwy. Zaimplementujesz ją od podstaw przy użyciu bibliotek TensorFlow i PyTorch, a następnie wytrenujesz pod kątem prognozowania cen akcji.


  Rozdział 7., „Badanie 20 grup dyskusyjnych przy użyciu technik analizy tekstu”, stanowi drugi etap podróży po uczeniu maszynowym i opisuje uczenie nienadzorowane. Jest poświęcony przetwarzaniu języka naturalnego, stosowanego w grupach dyskusyjnych. Zdobędziesz tu praktyczne doświadczenie w przetwarzaniu danych tekstowych, zwłaszcza w przekształcaniu słów i fraz na wartości zrozumiałe dla komputera oraz usuwaniu słów o niewielkim znaczeniu. Zwizualizujesz także dane tekstowe za pomocą techniki redukcji wymiarów t-SNE. Dowiesz się również, jak można reprezentować słowa przy użyciu osadzeń.


  Rozdział 8., „Wyszukiwanie ukrytych tematów w grupach dyskusyjnych poprzez ich klastrowanie i modelowanie tematyczne”, opisuje identyfikowanie różnych grup danych w nienadzorowany sposób. Podzielisz grupy dyskusyjne na klastry za pomocą algorytmu k-średnich, a następnie określisz tematy, wykorzystując nieujemną faktoryzację macierzy i ukrytą alokację Dirichleta. Zdziwisz się, jak wiele ciekawych tematów można wydobyć z dwudziestu grup dyskusyjnych!


  Rozdział 9., „Rozpoznawanie twarzy przy użyciu maszyny wektorów nośnych”, jest kontynuacją podróży po uczeniu nadzorowanym i klasyfikacji. W szczególności koncentruje się na klasyfikacji wieloklasowej i maszynie wektorów nośnych. Opisuje, w jaki sposób algorytm określa granice decyzyjne oddzielające dane należące do różnych klas. W tym rozdziale zaimplementujesz ten algorytm przy użyciu biblioteki scikit-learn i zastosujesz go do rozwiązania kilku praktycznych problemów, m.in. rozpoznawania twarzy.


  Rozdział 10., „Dobre praktyki uczenia maszynowego”, ma na celu ugruntowanie Twojej wiedzy i przygotowanie Cię do rzeczywistych projektów. Zawiera 21 dobrych praktyk, które warto stosować w całym procesie uczenia maszynowego.


  Rozdział 11., „Kategoryzacja zdjęć odzieży przy użyciu konwolucyjnej sieci neuronowej”, jest poświęcony klasyfikowaniu zdjęć z wykorzystaniem nowoczesnego modelu uczenia maszynowego. Opisano w nim bloki konstrukcyjne konwolucyjnej sieci neuronowej, jej architekturę oraz implementację z wykorzystaniem biblioteki PyTorch. Opracujesz modele sieci, aby po zbadaniu zdjęć podzielić je na dziesięć klas. Wykorzystasz przy tym techniki wzbogacania danych i uczenia transferowego, aby usprawnić klasyfikator.


  Rozdział 12., „Prognozowanie sekwencji danych przy użyciu rekurencyjnej sieci neuronowej”, zaczyna się od definicji uczenia sekwencyjnego i uzasadnienia, dlaczego rekurencyjna sieć neuronowa nadaje się do tego celu. Poznasz różne odmiany tej sieci i ich typowe zastosowania. Zaimplementujesz sieć za pomocą biblioteki PyTorch i wykorzystasz ją do rozwiązania dwóch ciekawych problemów uczenia sekwencyjnego: analizy sentymentu recenzji filmu w serwisie IMDb, przewidywania cen akcji oraz do automatycznego tworzenia tekstów.


  Rozdział 13., „Ulepszanie rozumienia i generowania tekstów z wykorzystaniem modeli transformerów”, omawia sieć neuronową typu Transformer, zaprojektowaną do uczenia sekwencyjnego. Model ten koncentruje się na kluczowych fragmentach sekwencji wejściowej i wychwytuje długodystansowe zależności lepiej niż rekurencyjne sieci neuronowe. Poznasz tu dwa nowoczesne modele transformerów: BERT i GPT, a następnie wykorzystasz je do analizy sentymentu oraz generowania tekstu, osiągając przy tym lepsze wyniki niż w poprzednim rozdziale.


  Rozdział 14., „Budowanie wyszukiwarki obrazów z wykorzystaniem modelu CLIP — podejście multimodalne”, przedstawia multimodalny model CLIP, który łączy dane wizualne i tekstowe. Ten zaawansowany model potrafi rozumieć powiązania między obrazami a tekstem. Zagłębisz się w jego architekturę i mechanizm uczenia, a następnie zbudujesz wyszukiwarkę obrazów. Na zakończenie zrealizujesz projekt klasyfikacji obrazów metodą zero-shot, przesuwając granice możliwości tego modelu.


  Rozdział 15., „Podejmowanie decyzji w skomplikowanych warunkach z wykorzystaniem uczenia przez wzmacnianie”, dotyczy uczenia opartego na doświadczeniu i komunikacji z otoczeniem. Po zapoznaniu się z podstawami uczenia przez wzmacnianie zbadasz otoczenie FrozenLake za pomocą prostego algorytmu programowania dynamicznego. Poznasz metodę Monte Carlo i wykorzystasz ją do aproksymowania i kontrolowania wartości. Oprócz tego opracujesz algorytmy różnic czasowych i wykorzystasz Q-uczenie do rozwiązania problemu taksówkarza.


  Jak najlepiej wykorzystać tę książkę?


  Abyś mógł implementować inteligentne operacje w swoich projektach, powinieneś mieć ogólną wiedzę o algorytmach uczenia maszynowego, jak również znać podstawy Pythona i jego niektóre biblioteki, m.in. NumPy i pandas.


  Przykłady kodów


  Pliki z przykładami kodów możesz pobrać ze strony https://ftp.helion.pl/przyklady/pytuc4.zip.


  Konwencje typograficzne


  W książce przyjęte zostały pewne konwencje typograficzne.


  Nowe i ważne terminy są wyróżnione pogrubioną czcionką.


  Do oznaczania nazw folderów i plików, rozszerzeń, adresów URL oraz tekstów pojawiających się na ekranie, na przykład w menu i oknach dialogowych, stosowana jest czcionka pochyła, na przykład: „Pojawi się nowe okno z pytaniem, które kolekcje (zakładka Collections na poniższym zrzucie ekranu) lub korpus (identyfikatory w zakładce Corpora na poniższym zrzucie ekranu) należy pobrać i gdzie przechowywać dane”.


  Czcionka o stałej szerokości jest zastosowana w odwołaniach do elementów kodu, na przykład w nazwach zmiennych, funkcji, baz danych, typów, zmiennych środowiskowych, instrukcjach i słowach kluczowych. Pogrubiona czcionka o stałej szerokości oznacza instrukcje i inne ciągi znaków wpisywane przez użytkownika.


  Podobna konwencja zastosowana jest w blokach kodu. Tak zapisujemy kod wprowadzany na wejściu:

 >>> print(f'{gini_impurity([1, 1, 0, 1, 0, 0]):.4f}')



  A tak rezultat jego wykonania na wyjściu:

 0.5000



  Pochyła czcionka o stałej szerokości oznacza ciągi znaków, które muszą być zmienione na dane wprowadzone przez użytkownika lub inne dane wynikające z kontekstu opisu.
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  Rozdział 1

  Pierwsze kroki z uczeniem maszynowym i Pythonem


  Koncepcja sztucznej inteligencji (AI), która przewyższa ludzką wiedzę, jest często określana jako „osobliwość technologiczna”. Niektóre prognozy podawane przez społeczność badaczy AI oraz w innych dziedzinach sugerują, że osobliwość ta może wystąpić w ciągu najbliższych 30 lat. Niezależnie od tego, kiedy to się stanie, jedna rzecz jest oczywista: wzrost znaczenia AI podkreśla rosnącą wagę umiejętności analitycznych i związanych z uczeniem maszynowym. Opanowanie tych dyscyplin pozwala nam nie tylko zrozumieć coraz bardziej złożone systemy AI i wchodzić w interakcje z nimi, ale także aktywnie uczestniczyć w kształtowaniu ich rozwoju i zastosowania, zapewniając, że będą one korzystne dla ludzkości.


  W tym rozdziale swoją przygodę z uczeniem maszynowym rozpoczniesz od zapoznania się z podstawowymi, ale ważnymi pojęciami z tej dziedziny informatyki. Dowiesz się, czym jest uczenie maszynowe i dlaczego jest potrzebne. Poznasz jego ewolucję w ostatnich dekadach. W dalszej części rozdziału zapoznasz się z typowymi zastosowaniami uczenia maszynowego, najważniejszymi technikami przetwarzania danych i modelami.


  Na koniec zainstalujesz język Python — język programowania najczęściej stosowany w uczeniu maszynowym i badaniu danych — wraz z bibliotekami i narzędziami wykorzystanymi w niniejszej książce.


  W tym rozdziale zostały szczegółowo opisane następujące zagadnienia:


  
    	wprowadzenie do uczenia maszynowego,


    	wstępne wymagania,


    	prezentacja trzech typów uczenia maszynowego,


    	szczegółowe przedstawienie podstaw uczenia maszynowego,


    	przetwarzanie danych oraz inżynieria cech,


    	sposoby łączenia modeli,


    	instalacja i konfiguracja oprogramowania.

  


  Wprowadzenie do uczenia maszynowego


  W tym podrozdziale rozpoczniemy przygodę z uczeniem maszynowym od krótkiego wprowadzenia w tę dziedzinę informatyki, wyjaśnienia, dlaczego jest ono tak potrzebne, czym się różni od automatyki i jak przyczynia się do poprawy jakości naszego życia.


  Termin „uczenie maszynowe” narodził się w latach 60. ubiegłego wieku. Słowo „maszyna” oznacza komputer, robota lub inne urządzenie, a „uczenie” określa nabywanie wiedzy i odkrywanie schematów zdarzeń, w czym my, ludzie, jesteśmy dobrzy. Typowymi przykładami zastosowań uczenia maszynowego są: rozpoznawanie twarzy, tłumaczenie treści, odpowiadanie na e-maile, podejmowanie decyzji biznesowych na podstawie wymiernych danych oraz tworzenie wszelkiego rodzaju treści. W tej książce poznasz wiele innych przykładów.


  Dlaczego uczenie maszynowe jest potrzebne?


  Do czego jest potrzebne uczenie maszynowe i z jakiego powodu chcemy, aby maszyny uczyły się tak samo jak ludzie? Spójrzmy na ten problem z trzech stron: utrzymania, ograniczania ryzyka i korzyści.


  Przede wszystkim, co jest oczywiste, komputery i roboty mogą pracować 24 godziny na dobę i nigdy się nie męczą. W dłuższej perspektywie koszt maszyny jest znacznie niższy niż człowieka. Ponadto, w przypadku skomplikowanych problemów obejmujących ogromne, różnorodne zbiory danych lub wymagających wykonania złożonych obliczeń, znacznie bardziej uzasadnione i rozsądne jest powierzenie całej pracy komputerom. Maszyny pracujące według algorytmów zaprojektowanych przez ludzi są w stanie uczyć się ukrytych zasad i wzorców, które umożliwiają im efektywne wykonywanie różnych zadań.


  Inteligentne maszyny lepiej nadają się do rutynowych, powtarzalnych i żmudnych prac. Oprócz tego, dzięki automatyzacji i uczeniu maszynowemu, unika się ryzyka wynikającego ze zmęczenia i nieuwagi człowieka. Doskonałym przykładem zastosowania uczenia maszynowego jest samosterujący samochód, taki jak pokazany na rysunku 1.1. Pojazd ten potrafi nawigować po otoczeniu i podejmować decyzje bez ingerencji człowieka. Innym przykładem jest robot na linii produkcyjnej, znacznie redukujący wypadki przy pracy i koszty.
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  Rysunek 1.1. Przykład samosterującego samochodu


  Załóżmy jednak, że ludzie się nie męczą lub że można zatrudnić odpowiednio dużo pracowników zmianowych. Czy w takim przypadku uczenie maszynowe nadal ma rację bytu? Oczywiście, tak! Istnieje wiele sytuacji, oficjalnie i nieoficjalnie potwierdzonych, w których maszyny działają równie dobrze, a nawet lepiej, niż eksperci w swoich dziedzinach. Ponieważ algorytmy są zaprojektowane tak, aby maszyny od podstaw uczyły się najlepszych, przemyślanych decyzji podejmowanych przez ekspertów, mogą działać tak samo dobrze jak ludzie.


  W rzeczywistości zdarza się, że nawet najlepsi eksperci popełniają błędy. Maszyny potrafią zminimalizować ryzyko podejmowania błędnych decyzji, ponieważ wykorzystują zbiorową inteligencję ekspertów. Potwierdzeniem tej tezy są wyniki oficjalnych badań, które wykazały, że w diagnozowaniu niektórych rodzajów raka komputery są skuteczniejsze niż lekarze (https://www.nature.com/articles/d41586-020-00847-2). Najlepszym przykładem algorytmu przewyższającego umiejętności człowieka jest AlphaGo (https://deepmind.com/research/case-studies/alphago-the-story-so-far) — program AI stworzony przez DeepMind, który w meczu składającym się z pięciu rozgrywek pokonał mistrza świata w go, Lee Sedola.


  Ponadto, z powodu barier ekonomicznych i społecznych, wdrażanie maszyn uczących jest znacznie łatwiejsze niż kształcenie ekspertów. Istniejące już urządzenia diagnostyczne są w stanie uzyskać poziom wydajności podobny do wykształconych lekarzy. W ciągu tygodnia można rozesłać po całym świecie tysiące urządzeń medycznych, natomiast pozyskanie i oddelegowanie takiej samej liczby wykwalifikowanych lekarzy w takim samym okresie jest prawie niemożliwe.


  Z powyższymi argumentami można polemizować: czy jeżeli będzie wystarczająca ilość zasobów, możliwość zatrudniania najlepszych ekspertów w danej dziedzinie i gromadzenia ich opinii, uczenie maszynowe nadal będzie miało rację bytu? Prawdopodobnie nie, przynajmniej na razie tak się wydaje, ponieważ uczące się maszyny nie będą działać lepiej niż grupa inteligentnych ludzi, którzy zjednoczyli swoje siły. Jednakże osoby wyposażone w maszyny uczące mogą prześcignąć grupę najlepszych ekspertów. Pojawiły się nawet pojęcia „wspomaganie sztuczną inteligencją” oraz „inteligencja sztuczna plus ludzka”, propagujące łączenie wysiłków maszyn uczących i ludzi. Zapewniają one wsparcie, wskazówki lub rozwiązania dla użytkowników. Co ważniejsze, można je dostosowywać i uczyć na podstawie interakcji z użytkownikami, aby z czasem poprawiać ich działanie.


  Powyższe stwierdzenie można wyrazić za pomocą następującej nierówności:


  człowiek + ucząca się maszyna → najbardziej inteligentny, niestrudzony człowiek ≥ ucząca się maszyna ≥ człowiek
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          Treści wygenerowane przez sztuczną inteligencję stanowią jeden z ostatnich przełomów w dziedzinie uczenia maszynowego. Opiera się on na wykorzystaniu technologii sztucznej inteligencji do tworzenia bądź wspomagania tworzenia takich treści jak artykuły, opisy produktów, muzyka, obrazy i wideo.

        
      

    
  


  Doskonałym przykładem synergii człowieka i uczącej się maszyny jest chirurgia wspomagana robotem. Rysunek 1.2 przedstawia chirurga i ramię robota na sali operacyjnej.
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  Rysunek 1.2. Operacja chirurgiczna wspomagana sztuczną inteligencją


  Różnice między uczeniem maszynowym a automatyką


  Czy zatem uczenie maszynowe jest po prostu równoważne automatyce, która obejmuje programowanie i wykonywanie zestawów reguł stworzonych przez człowieka? Popularny mit głosi, że uczenie maszynowe jest tym samym co automatyka, ponieważ maszyna wykonuje wyuczone, powtarzalne zadania, nie myśląc przy tym. Skoro odpowiedź na powyższe pytanie brzmi „tak”, dlaczego nie możemy po prostu zatrudnić wielu programistów, którzy kontynuowaliby programowanie nowych reguł i poszerzali istniejące?


  Jednym z powodów jest to, że definiowanie, utrzymywanie i aktualizowanie reguł staje się w miarę upływu czasu coraz bardziej kosztowne. Liczba możliwych wzorców działania i zdarzeń może być ogromna. Wtedy uwzględnienie ich wszystkich jest praktycznie niemożliwe. Zadanie staje się jeszcze trudniejsze, gdy zdarzenia są dynamiczne i ciągle się zmieniają w czasie. O wiele łatwiejszym i wydajniejszym rozwiązaniem jest opracowanie algorytmu, według którego komputer nauczy się wyodrębniać wzorce z ogromu danych i samodzielnie wyciągać wnioski.


  Różnice między uczeniem maszynowym a tradycyjnym programowaniem przedstawia rysunek 1.3.
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  Rysunek 1.3. Uczenie maszynowe a tradycyjne programowanie


  W tradycyjnym programowaniu komputer wykonuje zestaw predefiniowanych reguł w celu przetworzenia danych wejściowych i uzyskania wyniku. W uczeniu maszynowym komputer próbuje naśladować ludzkie myślenie. Analizuje dane wejściowe, oczekiwane wyniki oraz środowisko, a następnie za pomocą jednego lub kilku modeli matematycznych określa wzorce. Wykorzystuje modele do interakcji z przyszłymi danymi wejściowymi i do generowania wyników. W odróżnieniu od automatu komputer realizujący uczenie maszynowe nie wykonuje jawnie i ściśle określonych instrukcji kodu.


  Ilość danych rośnie wykładniczo. Obecnie trudno jest przetworzyć zalew informacji tekstowych, dźwiękowych, graficznych i wideo. Najnowszym efektem rozwoju internetu jest internet rzeczy (ang. Internet of Things, IoT) — sieć łącząca urządzenia codziennego użytku. IoT wysunął na pierwszy plan dane pochodzące z urządzeń gospodarstwa domowego i samochodów autonomicznych. Ten trend prawdopodobnie będzie trwał, a więc generowanych i przetwarzanych danych będzie jeszcze więcej. Po części dzięki taniejącym nośnikom wzrosła w ciągu ostatnich kilku lat nie tylko ilość, ale również jakość dostępnych danych. Umożliwiło to ewolucję algorytmów uczenia maszynowego i rozwiązań opartych na danych.


  Zastosowania uczenia maszynowego


  Jack Ma, współzałożyciel firmy handlu elektronicznego Alibaba, w swojej prelekcji stwierdził, że przez ostatnie 20 lat w centrum uwagi były technologie informatyczne, ale przez następne 30 lat będzie trwać era technologii danych (https://www.alizila.com/jack-ma-dont-fear-smarter-computers). W dobie IT firmy rosły i umacniały się dzięki oprogramowaniu i infrastrukturze. Dzisiaj, gdy podmioty w większości branż zgromadziły ogromne ilości danych, nadszedł czas, aby wykorzystać technologie danych do uzyskania w nie wglądu, określenia wzorców i pobudzenia rozwoju. Mówiąc ogólnie, technologie uczenia maszynowego pozwalają firmom lepiej poznać zachowania klientów, ułatwiają nawiązywanie z nimi kontaktów i optymalizują zarządzanie operacjami.


  W odniesieniu do nas, zwykłych ludzi, technologie uczenia maszynowego każdego dnia czynią życie lepszym. Jednym z zastosowań uczenia maszynowego, które wszyscy znamy, jest filtrowanie spamu. Innym przykładem są reklamy internetowe, dobierane na podstawie zebranych informacji o użytkowniku. W kolejnych rozdziałach dowiesz się, jak opracować algorytmy rozwiązujące powyższe dwa problemy i kilka innych.


  Wyszukiwarka internetowa to aplikacja oparta na uczeniu maszynowym, bez której nie wyobrażamy sobie życia. Wyszukuje żądane informacje, analizuje je, określa najistotniejsze wyniki, prowadzi ranking kontekstowy i spersonalizowany, sortuje strony według trafności tematycznej i preferencji użytkownika. Firmy zajmujące się handlem elektronicznym i mediami stosują na szeroką skalę systemy rekomendacyjne, dzięki którym klienci szybciej znajdują produkty i usługi.


  Zastosowania uczenia maszynowego są nieograniczone i codziennie pojawiają się nowe: wykrywanie nadużyć kart kredytowych, prognozowanie wyników wyborów, tłumaczenia symultaniczne, automatyczne doradztwo, generowanie sztuki przy użyciu sztucznej inteligencji, chatboty wspierające obsługę klienta, doradztwo prawne i medyczne wspierane przez technologie generatywnej sztucznej inteligencji — to tylko kilka przykładów!


  W filmie Gry wojenne z 1983 r. komputer podejmował decyzje o życiu i śmierci, które mogły doprowadzić do wybuchu III wojny światowej. O ile mi wiadomo, w tamtym czasie technika nie pozwalała na takie wyczyny. Za to w 1997 r. superkomputer Deep Blue pokonał szachowego mistrza świata (https://pl.wikipedia.org/wiki/Deep_Blue), w 2005 r. samosterujący samochód Stanford przejechał przez pustynię ponad 200 kilometrów (https://en.wikipedia.org/wiki/DARPA_Grand_Challenge_(2005)), w 2007 r. inny samochód pokonał w normalnym miejskim obszarze trasę o długości prawie 100 kilometrów (https://en.wikipedia.org/wiki/DARPA_Grand_Challenge_(2007)), a w 2011 r. komputer Watson wygrał teleturniej z ludźmi. Jak już wcześniej wspomniałem, program AlphaGo pokonał w 2016 r. jednego z najlepszych na świecie graczy w go. W 2023 r. ChatGPT był już powszechnie używany w wielu branżach, zaczynając od wsparcia klienta, poprzez tworzenie treści, badania rynkowe oraz szeroko pojęte szkolnictwo (https://www.forbes.com/sites/bernardmarr/2023/05/30/10-amazing-real-world-examples-of-how-companies-are-using-chatgpt-in-2023/).


  Zważywszy, że czynnikiem ograniczającym rozwój jest sprzęt, możemy spojrzeć w przyszłość. Według opinii słynnego amerykańskiego wynalazcy i futurysty Raya Kurzweila z 2017 r. można się spodziewać, że w 2029 r. sztuczna inteligencja będzie dorównywała ludzkiej (https://aibusiness.com/responsible-ai/ray-kurzweil-predicts-that-the-singularity-will-take-place-by-2045). Co stanie się dalej?


  Nie możesz się doczekać swojej przygody z uczeniem maszynowym? Zacznijmy od poznania wstępnych wymagań i podstawowych typów uczenia maszynowego.


  Wstępne wymagania


  Uczenie maszynowe, naśladujące ludzką inteligencję, to poddziedzina sztucznej inteligencji — gałęzi informatyki obejmującej tworzenie systemów. Inżynieria oprogramowania to kolejna dziedzina. Ogólnie rzecz biorąc, można powiedzieć, że programowanie w Pythonie jest rodzajem inżynierii oprogramowania. Uczenie maszynowe jest natomiast ściśle związane z algebrą liniową, teorią prawdopodobieństwa, statystyką i optymalizacją matematyczną. Modele uczenia maszynowego zwykle buduje się w oparciu o statystykę, teorię prawdopodobieństwa i algebrę liniową, a następnie optymalizuje za pomocą technik matematycznych.


  Do lektury tej książki niezbędna jest dobra, a przynajmniej średnio zaawansowana umiejętność programowania w Pythonie. Jeżeli nie masz pewności co do swojej wiedzy matematycznej, rozważ, ile czasu będziesz potrzebował na naukę lub podszlifowanie wyżej wymienionych umiejętności. Jednak bez obaw: sprawię, że uczenie maszynowe opanujesz bez wchodzenia w szczegóły matematyczne. Niezbędna będzie jedynie podstawowa wiedza z zakresu teorii prawdopodobieństwa i algebry liniowej, która pomoże Ci zrozumieć techniki i algorytmy uczenia maszynowego. I będzie to proste, ponieważ będziemy budować modele zarówno od podstaw, jak i za pomocą popularnych pakietów w Pythonie — znanym i lubianym języku.


  Jeżeli zamierzasz poznać lub odświeżyć sobie teorię prawdopodobieństwa i algebrę liniową, poszukaj podstawowych informacji. W internecie jest dostępnych mnóstwo materiałów na ten temat, m.in. na stronach https://edukacja.helion.pl/uploads/pdf/2014/MEPOD3.pdf i https://ww2.ii.uj.edu.pl/~tabor/algebra/materialy-1617/wyklad.pdf.


  Jeśli chcesz dogłębnie poznać uczenie maszynowe, podejmij studia magisterskie z informatyki, sztucznej inteligencji lub nowej dziedziny, jaką jest nauka o danych. Oprócz tego organizowanych jest wiele szkoleń w tych dziedzinach. Są one jednak dość intensywne, silnie zorientowane na pracę i trwają dość krótko, od 4 do 10 tygodni. Inną opcją są bezpłatne wykłady z uczenia maszynowego na platformie Massive Open Online Courses (MOOC), prowadzone przez Andrew Ng (w języku angielskim). Wreszcie, blogi branżowe i strony internetowe stanowią doskonałe źródła informacji, dzięki którym możesz być zawsze na bieżąco z najnowszymi osiągnięciami.


  Uczenie maszynowe to nie tylko umiejętność, ale także w pewnym sensie sport. Można brać udział w różnych konkursach, na przykład Kaggle (www.kaggle.com), po części po to, aby walczyć o niemałe nagrody pieniężne, po części dla przyjemności, a głównie, aby wykorzystać swoje mocne strony. Jednak aby wygrać taki konkurs, trzeba znać odpowiednie techniki, które nie zawsze przydają się do rozwiązywania konkretnych problemów biznesowych. Tak, tutaj też obowiązuje zasada, że nie ma darmowego obiadu (https://pl.wikipedia.org/wiki/TANSTAAFL). W kontekście uczenia maszynowego oznacza ona, że nie istnieje jeden algorytm, który będzie najlepszy zawsze — we wszystkich zbiorach danych i w dziedzinach wszystkich problemów.


  Teraz przyjrzymy się trzem rodzajom uczenia maszynowego.


  Trzy rodzaje uczenia maszynowego


  System uczenia maszynowego jest zasilany danymi wejściowymi — liczbami, tekstami, obrazami lub filmami. Zazwyczaj ma wyjście w postaci liczby zmiennoprzecinkowej (opisującej na przykład przyspieszenie samochodu autonomicznego) lub całkowitej, reprezentującej kategorię (nazywaną również klasą) danych (na przykład „kot” lub „tygrys” w przypadku rozpoznawania obrazu).


  Głównym zadaniem uczenia maszynowego jest konstruowanie i badanie algorytmów, które mogą uczyć się na podstawie danych historycznych i prognozować wyniki na podstawie nowych danych wejściowych. W rozwiązaniach opartych na danych definiuje się (lub zleca zdefiniowanie za pomocą odpowiedniego algorytmu) ocenę zwaną funkcją straty lub kosztu, która określa, jak dobrze model się uczy. W takiej konfiguracji pojawia się zadanie optymalizacyjne, którego celem jest jak najwydajniejsze i najefektywniejsze uczenie się.


  W zależności od charakteru danych zadania uczenia maszynowego można ogólnie podzielić na następujące trzy kategorie:


  
    	Uczenie nienadzorowane (ang. unsupervised learning): Dane treningowe zawierają tylko sygnały orientacyjne bez opisu (które są nazywane danymi bez etykiet, ang. unlabeled data). Naszym zadaniem jest określenie ich struktury, odkrycie ukrytych informacji lub opracowanie opisu. Uczenie nienadzorowane wykorzystuje się m.in. do wykrywania anomalii, nadużyć lub wadliwego działania urządzeń, jak również do kategoryzowania na potrzeby kampanii reklamowych klientów wykazujących podobne aktywności w internecie. Wizualizacja, dzięki której dane są bardziej przyswajalne, oraz redukcja wymiarowości, mająca na celu wyodrębnienie istotnych informacji z zaszumionych danych, to również obszary uczenia nienadzorowanego.


    	Uczenie nadzorowane (ang. supervised learning): Dane treningowe poza sygnałami orientacyjnymi zawierają opisy, cele lub pożądane dane wyjściowe. Są to tzw. dane z etykietami (ang. labeled data). Celem uczenia jest znalezienie ogólnej reguły wiążącej dane wejściowe z wynikami. Wyuczona reguła jest następnie wykorzystywana do oznaczania nowych danych nieznanymi wynikami. Etykiety są zwykle opracowywane przez ekspertów lub systemy rejestrujące zdarzenia. Mogą być również, o ile jest to możliwe, generowane przez ludzi. Wykorzystuje się w takim przypadku tzw. mądrość tłumu (ang. crowdsourcing).


    	Uczenie nadzorowane jest powszechnie stosowane w takich operacjach, jak rozpoznawanie twarzy i mowy, rekomendowanie produktów lub filmów, prognozowanie sprzedaży i wykrywanie spamu.


    	Uczenie przez wzmacnianie (ang. reinforcement learning): Dane zawierają informacje zwrotne, dzięki którym system dynamicznie dostosowuje się do zmieniających się warunków, aby w końcu osiągnąć określony cel. System ocenia swoją wydajność na podstawie informacji zwrotnych i odpowiednio reaguje. Najbardziej znanymi przykładami zastosowania uczenia przez wzmacnianie są roboty przemysłowe, samosterujące samochody oraz mistrzowski program AlphaGo. Podstawowa różnica między uczeniem przez wzmacnianie a uczeniem nadzorowanym leży w interakcji z otoczeniem.

  


  Rysunek 1.4 ilustruje operacje wykonywane w poszczególnych kategoriach uczenia maszynowego.
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  Rysunek 1.4. Kategorie uczenia maszynowego


  Zgodnie z rysunkiem uczenie nadzorowane można dalej podzielić na regresję i klasyfikację. Regresja polega na trenowaniu modelu i prognozowaniu wartości ciągłej (na przykład ceny nieruchomości), a zadaniem klasyfikacji jest znalezienie odpowiedniej etykiety klasy (na przykład pozytywnego/negatywnego wydźwięku tekstu lub stwierdzenie niezdolności kredytowej klienta).


  Jeśli etykietami opatrzonych jest tylko część próbek treningowych, to mamy do czynienia z uczeniem częściowo nadzorowanym (ang. semi-supervised learning). Do treningu wykorzystuje się dane nieoznaczone (zwykle ich dużą ilość) oraz niewielką część danych oznaczonych. Tego rodzaju uczenie jest stosowane w sytuacjach, gdy pozyskanie w pełni oznaczonych danych jest kosztowne i bardziej praktycznym podejściem jest oznaczenie ich małego podzbioru. Na przykład etykietowanie hiperspektralnych obrazów teledetekcyjnych często wymaga eksperckiej wiedzy, ale pozyskiwanie nieoznakowanych danych jest stosunkowo proste.


  Czujesz się przytłoczony abstrakcyjnymi pojęciami? Nie przejmuj się. W dalszej części tej książki poznasz wiele konkretnych przykładów zastosowań uczenia maszynowego. Na przykład w rozdziale 2., „Tworzenie systemu rekomendacji filmów na bazie naiwnego klasyfikatora Bayesa”, zagłębimy się w klasyfikację uczenia nadzorowanego, jego popularne algorytmy i aplikacje. Natomiast w rozdziale 5., „Prognozowanie cen akcji za pomocą algorytmów regresji”, zbadamy regresję. Na technikach i algorytmach uczenia nienadzorowanego skoncentrujemy się w rozdziale 8., „Wyszukiwanie ukrytych tematów w grupach dyskusyjnych poprzez ich klastrowanie i modelowanie tematyczne”. Wreszcie, trzecia kategoria uczenia maszynowego, przez wzmacnianie, zostanie opisana w rozdziale 15., „Podejmowanie decyzji w skomplikowanych warunkach z wykorzystaniem uczenia przez wzmacnianie”.


  Uczenie maszynowe można kategoryzować nie tylko według zadań, ale również chronologicznie.


  Krótka historia rozwoju algorytmów uczenia maszynowego


  Tak naprawdę mamy ogromną różnorodność algorytmów uczenia maszynowego, które w minionym czasie cieszyły się różną popularnością. Możemy je z grubsza podzielić na cztery główne rodzaje: oparte na logice, statystyce, sieciach neuronowych, genetyce oraz uczeniu głębokim.


  Jako pierwsze zaczęły dominować algorytmy oparte na logice. Wykorzystywały podstawowe reguły opracowane przez ekspertów i próbowały wnioskować przy użyciu logiki formalnej, podstawowej wiedzy i hipotez.


  Statystyczna teoria uczenia próbuje znaleźć funkcję formalizującą relacje między zmiennymi. W połowie lat 80. ubiegłego wieku na pierwszy plan wysunęły się sztuczne sieci neuronowe. Sieci neuronowe naśladują mózgi zwierząt. Składają się z połączonych ze sobą neuronów, również imitujących biologiczne neurony. Próbują modelować złożone relacje między wartościami wejściowymi i wyjściowymi oraz wyszukują wzorce w danych. W latach 90. ubiegłego wieku sztuczne sieci neuronowe zostały zastąpione systemami uczenia statystycznego.


  Algorytmy genetyczne były bardzo popularne w latach 90. Odzwierciedlają biologiczne procesy ewolucji i próbują znaleźć optymalne rozwiązania za pomocą metod takich jak mutacja i rekombinacja.


  Na początku obecnego wieku uwagę zyskały metody uczenia zespołowego, które łączyły wiele modeli w celu poprawy wydajności.


  Od końca pierwszej dekady XXI w. obserwujemy, że wiodącą siłą stało się uczenie głębokie. Termin „uczenie głębokie” został wymyślony około 2006 r. i odnosi się do głębokich sieci neuronowych o wielu warstwach. Przełom w uczeniu głębokim nastąpił z chwilą pojawienia się procesorów graficznych GPU (ang. Graphics Processing Unit, układ przetwarzania obrazu), które znacznie przyspieszyły obliczenia. Rewolucję związaną z uczeniem głębokim wspomaga także dostępność ogromnych zbiorów danych.


  Procesory GPU zostały pierwotnie opracowane na potrzeby generowania obrazu w grach wideo, ale bardzo dobrze sprawdzają się w operacjach na macierzach i w algebrze wektorowej. Uważa się, że uczenie głębokie przypomina proces uczenia się ludzi. Być może dzięki temu spełni się marzenie o maszynach obdarzonych czuciem. W tej książce przedstawimy zagadnienia związane z uczeniem głębokim w rozdziale 6., „Prognozowanie cen akcji za pomocą sieci neuronowych”, a dokładniej zajmiemy się nim w rozdziałach 11., „Kategoryzacja zdjęć odzieży przy użyciu konwolucyjnej sieci neuronowej” i 12., „Prognozowanie sekwencji danych przy użyciu rekurencyjnej sieci neuronowej”.


  Algorytmy uczenia maszynowego wciąż bardzo szybko się rozwijają, a badania są kontynuowane w takich obszarach jak uczenie transferowe (ang. transfer learning), modele generatywne oraz uczenie przez wzmacnianie, stanowiących fundament generowania treści z wykorzystaniem sztucznej inteligencji. Najnowsze osiągnięcia w tym zakresie zostały opisane w rozdziale 13., „Ulepszanie rozumienia i generowania tekstów z wykorzystaniem modeli transformerów” oraz rozdziale 14., „Budowanie wyszukiwarki obrazów z wykorzystaniem modelu CLIP — podejście multimodalne”.


  Być może słyszałeś o prawie Moore’a — zasadzie opartej na empirycznej obserwacji, według której sprzęt komputerowy rozwija się wykładniczo w skali czasu. Prawo to zostało sformułowane w 1965 r. przez Gordona Moore’a, współzałożyciela firmy Intel. Zgodnie z nim liczba tranzystorów w układzie scalonym podwaja się co dwa lata. Rysunek 1.5 pokazuje, że zasada ta cały czas obowiązuje. Wielkość okręgów na wykresie odzwierciedla liczbę tranzystorów w procesorze GPU.


  [image: rysunek; opis i odwołanie do niego w tekście zasadniczym książki]


  Rysunek 1.5. Wzrost liczby tranzystorów w układzie scalonym na przestrzeni ostatnich kilkudziesięciu lat


  Na tej podstawie można wysnuć wniosek, że prawo Moore’a będzie obowiązywać jeszcze przez kilkadziesiąt lat. Zatem przewidywania Raya Kurzweila dotyczące osiągnięcia przez maszyny do 2029 r. inteligencji dorównującej ludzkiej wydają się wiarygodne.


  Istota uczenia maszynowego


  Po omówieniu kategoryzacji algorytmów uczenia maszynowego zagłębimy się w istotę uczenia maszynowego — uogólnianie danych, różne poziomy uogólnienia i metody osiągania odpowiedniego poziomu.


  Uogólnianie danych


  Dane mają tę dobrą cechę, że jest ich na świecie bardzo dużo. Problem polega jednak na tym, że niezwykle trudno jest je przetwarzać z powodu ich różnorodności i zaszumienia. My, ludzie, najczęściej przetwarzamy dane docierające do naszych uszu i oczu. Bodźce te są przekształcane na sygnały elektryczne lub chemiczne. Na bardzo podstawowym poziomie komputery i roboty również pracują z sygnałami elektrycznymi.


  Te sygnały elektryczne są następne przekształcane w sekwencje zer i jedynek. Jednak w tej książce będziemy programować w Pythonie, a na tym poziomie dane są zwykle reprezentowane w postaci liczb, obrazów i tekstów. Dodatkowo, ponieważ teksty nie są zbyt wygodne w obróbce, przekształca się je w wartości liczbowe.


  Szczególnie w kontekście uczenia nadzorowanego scenariusz jest podobny do przygotowywania się do egzaminu. Istnieje zestaw pytań ćwiczeniowych i właściwy egzamin, na którym trzeba odpowiadać na nieznane wcześniej pytania. Na tym polega uogólnianie danych — uczymy się czegoś na podstawie pytań ćwiczeniowych i mamy nadzieję, że będziemy w stanie zastosować nabytą w ten sposób wiedzę do znajdowania odpowiedzi na podobne pytania. W uczeniu maszynowym pytania ćwiczeniowe są nazywane zestawami lub próbkami treningowymi. Na ich podstawie model uczenia maszynowego określa wzorce danych. Natomiast odpowiednikiem egzaminu są zbiory lub próbki testowe. Na nich ostatecznie operują modele. Skuteczność uczenia mierzy się zgodnością modeli uczącego i testującego.


  Czasami, między pytaniami ćwiczeniowymi a egzaminami, są egzaminy próbne, aby można było ocenić, czy dobrze wypadniemy na końcowym egzaminie i czy należy powtórzyć materiał. Tymi próbnymi egzaminami są w uczeniu maszynowym zbiory lub zestawy weryfikacyjne. Pozwalają zweryfikować, czy model sprawdzi się w symulowanych warunkach, a następnie odpowiednio go dostroić, aby uzyskać większą skuteczność.


  Programista starej daty najpierw rozmawiałby z analitykiem biznesowym lub innym ekspertem, a następnie na przykład implementowałby regułę podatkową, dodającą pewną wartość pomnożoną przez inną, odpowiednio dobraną wartość. W uczeniu maszynowym komputer dostaje kilka przykładów danych wejściowych i wyjściowych, a w bardziej ambitnym podejściu jest zasilany rzeczywistymi tekstami podatkowymi. Następnie pozwala mu się, aby przerobił dane i wymyślił regułę podatkową. Podobnie samochód autonomiczny nie potrzebuje od człowieka mnóstwa wejściowych instrukcji.


  Niemal identyczna sytuacja ma miejsce w fizyce. Chcemy wiedzieć, jak funkcjonuje wszechświat i formułować obowiązujące w nim prawa, używając matematycznego języka. Ponieważ nie wiemy, jak to w rzeczywistości działa, jedyne, co możemy zrobić, to mierzyć błędy uzyskiwane podczas prób formułowania praw i starać się je minimalizować. W uczeniu nadzorowanym porównuje się wyniki uzyskane z oczekiwanymi, natomiast w nienadzorowanym sukces mierzy się za pomocą odpowiednich wskaźników. Jeżeli na przykład chcemy tworzyć klasy poprzez grupowanie punktów danych na podstawie ich podobieństwa, wskaźniki mogą określać wzajemne podobieństwo punktów danych znajdujących się w jednym klastrze oraz różnice między punktami umieszczonymi w różnych klastrach. W uczeniu przez wzmacnianie program ocenia na przykład ruchy na szachownicy, używając predefiniowanej funkcji.


  Z uogólnianiem danych są związane dwa pojęcia: nadmiernego i niedostatecznego dopasowania modelu, opisane w następnym punkcie.


  Nadmierne i niedostateczne dopasowanie modelu oraz kompromis między obciążeniem a wariancją


  Przyjrzyjmy się dokładnie obu wymienionym w tytule poziomom uogólnienia, a także zbadajmy kompromis między obciążeniem a wariancją modelu.


  Nadmierne dopasowanie modelu


  Celem uczenia maszynowego jest uzyskanie odpowiednio dopasowanego modelu. Co się stanie, jeżeli model będzie nadmiernie dopasowany? Nadmierne dopasowanie oznacza, że model jest zbyt dobrze dopasowany do istniejących próbek danych i nie potrafi przewidywać przyszłych. Rozważmy pewną analogię.


  Jeżeli przerobimy wiele pytań przygotowawczych do egzaminu, możemy zacząć poszukiwać odpowiedzi na pytania, które nie mają nic wspólnego z przedmiotowym materiałem. Na przykład, dysponując tylko pięcioma pytaniami przygotowawczymi do testu wielokrotnego wyboru, możemy stwierdzić, że jeśli w pytaniu pojawią się dwa ziemniaki, jeden pomidor i trzy banany, to zawsze poprawna będzie odpowiedź A, a jeżeli jest jeden ziemniak, trzy pomidory i dwa banany, to poprawna jest odpowiedź B. Moglibyśmy wtedy założyć, że tak jest zawsze, i zastosować tę teorię w przyszłości, nawet jeśli temat lub odpowiedź nie będą dotyczyły ziemniaków, pomidorów i bananów. Co gorsza, możemy zapamiętać ścisłą odpowiedź na każde pytanie. Otrzymalibyśmy wtedy wysokie wyniki w pytaniach ćwiczeniowych i mieli nadzieję, że pytania na właściwym egzaminie będą takie same. W rzeczywistości uzyskalibyśmy bardzo słaby wynik, ponieważ rzadko zdarza się, aby pytania egzaminacyjne były dokładnie takie same jak ćwiczeniowe.


  Zapamiętywanie danych może skutkować nadmiernym dopasowaniem modelu. Tak się dzieje wtedy, gdy ze zbiorów treningowych jest wydobywanych za dużo informacji i model dobrze sobie radzi wyłącznie z nimi. Jednocześnie nadmierne dopasowanie nie pozwala uogólniać nowych danych i określać ich prawdziwych wzorców. W efekcie model będzie źle sobie radził z danymi, których nie „widział” wcześniej. W uczeniu maszynowym zjawisko to jest określone jako wysoka wariancja. Podsumowując, wariancja opisuje rozrzut, czyli zmienność prognozowanych wyników. Wylicza się ją za pomocą następującej formuły:
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  Tutaj ŷ oznacza wartość prognozowaną, a E[] to wartość oczekiwana, czyli średnia wartość zmiennej losowej wyznaczona na podstawie jej statystycznego rozkładu prawdopodobieństwa.


  Rysunek 1.6 przedstawia typowy przypadek nadmiernego dopasowania, w którym krzywa regresji jest idealnie dostosowana do wszystkich próbek danych.
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  Rysunek 1.6. Przykład nadmiernego dopasowania


  Nadmierne dopasowanie ma miejsce wtedy, gdy reguły uczenia określa się na podstawie dużej liczby parametrów i niewielkiej liczby próbek danych, a nie na podstawie zależności. Tak było w poprzednim przykładzie z ziemniakami, pomidorami i bananami, w którym wydedukowaliśmy trzy parametry z zaledwie pięciu próbek. Nadmierne dopasowanie pojawia się również wtedy, gdy tworzony model jest nadmiernie złożony i pasuje do każdej próbki treningowej. Przykładem jest wspomniane wcześniej zapamiętywanie odpowiedzi na wszystkie pytania egzaminacyjne.


  Niedostateczne dopasowanie


  Odwrotny scenariusz to niedostateczne dopasowanie. Taki model nie działa dobrze ze zbiorem treningowym ani testowym, co oznacza, że nie potrafi uchwycić podstawowego trendu danych. Niedopasowanie pojawia się wtedy, gdy nie ma wystarczającej ilości danych do wytrenowania modelu. Nie można przecież zdać egzaminu bez przerobienia odpowiedniej ilości materiału. Niedopasowanie może się również zdarzyć w sytuacji, gdy próbujemy dopasować do danych niewłaściwy model. Na każdym egzaminie czy w ćwiczeniu uzyskamy słaby wynik, jeśli zastosujemy błędne podejście i będziemy się uczyć w niewłaściwy sposób. Obie sytuacje w terminologii uczenia maszynowego określa się jako duże obciążenie (pomimo małej wariancji, ponieważ skuteczność modelu w przypadku zbiorów treningowego i testowego jest dość podobna, tj. niska). Jeśli potrzebujesz szybkiego przypomnienia, oto ono: obciążenie to średnia różnica między wartością prognozowaną a rzeczywistą. Można je obliczyć w następujący sposób:
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  W tym przypadku ŷ oznacza wartość prognozowaną, a y wartość rzeczywistą.


  Rysunek 1.7 przedstawia typowe niedostateczne dopasowanie, w którym krzywa regresji nie dostosowuje się wystarczająco dobrze do danych i nie oddaje ich rzeczywistego wzorca.
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  Rysunek 1.7. Przykład niedostatecznego dopasowania


  Spójrzmy jeszcze na rysunek 1.8 przedstawiający dobre dopasowanie.
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  Rysunek 1.8. Przykład pożądanego dopasowania


  Kompromis między obciążeniem a wariancją


  Oczywiście, należy zapobiegać zarówno nadmiernemu, jak i niedostatecznemu dopasowaniu. Jak pamiętasz, obciążenie jest błędem wynikającym z przyjęcia niewłaściwych założeń w algorytmie uczenia. Wysokie obciążenie skutkuje niedostatecznym dopasowaniem. Wariancja opisuje, jak wrażliwe są prognozy modelu na zmienność danych w zbiorze. Dlatego należy unikać sytuacji, w których obciążenie lub wariancja są wysokie. Czy to oznacza, że zawsze należy minimalizować oba wskaźniki? Odpowiedź brzmi: tak, o ile jest to możliwe. W praktyce jest to jednak kwestia kompromisu, ponieważ zmniejszenie jednego wskaźnika powoduje zwiększenie drugiego. Jest to tzw. kompromis między obciążeniem a wariancją. Brzmi abstrakcyjnie? Przeanalizujmy następny przykład.


  Załóżmy, że chcemy zbudować model określający na podstawie sondaży telefonicznych prawdopodobieństwo wybrania danego kandydata na prezydenta. Ankieta zawiera m.in. kody pocztowe. Losowo wybieramy próbki z jednym kodem i szacujemy, że z prawdopodobieństwem 61% nasz kandydat wygra wybory. W rzeczywistości okazuje się jednak, że je przegrywa. Czy to oznacza, że nasz model był zły? Pierwszą rzeczą, która przychodzi do głowy, jest zbyt mała liczba próbek z tylko jednym kodem pocztowym. Może to być również źródłem wysokiego obciążenia, ponieważ mieszkańcy danego obszaru geograficznego charakteryzują się podobnymi cechami demograficznymi, co skutkuje małą rozbieżnością szacunków. Czy można więc naprawić błąd, używając próbek z dużą liczbą kodów pocztowych? Tak, ale nie cieszmy się przedwcześnie, ponieważ może wtedy wzrosnąć wariancja szacunków. Trzeba określić optymalną wielkość próbki, czyli taką liczbę kodów pocztowych, przy której ogólne obciążenie i wariancja będą najmniejsze.


  Aby zminimalizować całkowity błąd modelu, należy starannie zrównoważyć obciążenie i wariancję. Na podstawie próbek treningowych x1, x2, ..., xn oraz wyników y1, y2, ..., yn chcemy znaleźć funkcję regresji ŷ(x), która będzie jak najdokładniej szacowała prawdziwą relację y(x). Jakość modelu regresyjnego mierzy się wielkością błędu średniokwadratowego MSE (ang. mean squared error) według następującej formuły:
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  E oznacza wartość oczekiwaną. Przekształcając powyższą formułę, można rozłożyć błąd na komponenty obciążenia i wariancji (wymagana jest przy tym podstawowa znajomość teorii prawdopodobieństwa):
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  Termin obciążenie oznacza błąd estymacji, a wariancja opisuje, jak bardzo estymacja ŷ odbiega od średniej E[ŷ]. Im bardziej złożony jest model uczenia ŷ(x) i im więcej jest próbek treningowych, tym mniejsze jest obciążenie. Wprowadza to jednak również większe przesunięcie do modelu, aby był lepiej dopasowany do zwiększonej liczby próbek. W rezultacie wariancja jest redukowana.


  Aby znaleźć optymalny model równoważący obciążenie i wariancję oraz aby ograniczyć nadmierne dopasowanie, zwykle stosuje się weryfikację krzyżową, regularyzację i redukcję cech. Techniki te są opisane w następnym punkcie.


  Możesz zapytać, dlaczego zajmujemy się tylko nadmiernym dopasowaniem. A co z niedostatecznym? Wynika to z faktu, że niedostateczne dopasowanie można łatwo rozpoznać po wadliwym działaniu modelu na danych treningowych. W takim przypadku trzeba znaleźć lepszy model lub dostosować jego niektóre parametry, tak by go lepiej dopasować do danych. Nie jest to jednak konieczne we wszystkich okolicznościach. Natomiast zidentyfikowanie nadmiernego dopasowania jest trudne. Łatwo jest po zbudowaniu modelu, który dobrze sprawdza się na zbiorze treningowym, popaść w euforię i ulec przekonaniu, że model jest już gotowy do pracy z docelowymi danymi. To może być bardzo niebezpieczne podejście. Dlatego należy dodatkowo sprawdzać, czy świetna skuteczność modelu nie jest spowodowana jego nadmiernym dopasowaniem i będzie równie dobra w przypadku danych innych niż treningowe.


  Zapobieganie nadmiernemu dopasowaniu poprzez weryfikację krzyżową


  Nadmienię, że z weryfikacją krzyżową spotkasz się jeszcze wielokrotnie podczas lektury tej książki. Nie przejmuj się, jeżeli niniejszy punkt wyda Ci się zbyt trudny. Wkrótce staniesz się ekspertem od weryfikacji.


  Jak pamiętasz, między pytaniami ćwiczeniowymi a właściwym egzaminem są egzaminy próbne, mające na celu sprawdzenie, jak dobrze wypadniemy na końcowym egzaminie. Uzyskaną informację można wykorzystać do niezbędnych powtórek. W uczeniu maszynowym proces weryfikacji pomaga ocenić w symulowanych warunkach skuteczność modelu w przetwarzaniu niezależnych, nieznanych mu wcześniej danych. W konwencjonalnej konfiguracji oryginalne dane są podzielone na trzy podzbiory. Zazwyczaj 60% danych stanowi podzbiór treningowy, 20% podzbiór weryfikacyjny, a pozostała część (20%) podzbiór testowy. Jest to odpowiednia konfiguracja, jeśli po podzieleniu danych powstaje wystarczająca liczba próbek treningowych, a wymagane jest tylko przybliżone oszacowanie skuteczności. W przeciwnym razie preferowana jest weryfikacja krzyżowa.


  W jednej rundzie weryfikacji krzyżowej oryginalne dane są dzielone na dwa podzbiory: treningowy i testowy (lub weryfikacyjny). Następnie jest rejestrowana skuteczność testowania. Analogicznie, w przypadku kilku rund, weryfikacja krzyżowa jest wykonywana dla różnych podziałów danych. Wyniki testów ze wszystkich rund są na koniec uśredniane, dzięki czemu uzyskuje się bardziej wiarygodne oszacowanie skuteczności prognozowania modelu.


  Jeżeli zbiór treningowy jest bardzo duży, zazwyczaj wystarczy podzielić go na podzbiory treningowy, weryfikacyjny i testowy, a następnie sprawdzić skuteczność, wykorzystując dwa ostatnie podzbiory. W takim przypadku weryfikacja krzyżowa nie jest zalecana, ponieważ trening modelu w każdej rundzie jest kosztowny obliczeniowo. Jeżeli jednak można sobie na to pozwolić, nie ma powodu, aby nie stosować weryfikacji krzyżowej. Kiedy zbiór danych nie jest duży, weryfikacja krzyżowa jest zdecydowanie dobrym wyborem.


  Istnieją dwa główne schematy weryfikacji krzyżowej: wyczerpujący i niewyczerpujący. W schemacie wyczerpującym wyodrębnianych jest część próbek testowych (lub weryfikacyjnych), a pozostałe służą jako próbki treningowe. Ten proces jest powtarzany do chwili, aż zostaną wykorzystane do testów wszystkie możliwe podzbiory próbek. Na przykład można zastosować weryfikację LOOCV (ang. leave-one-out cross-validation, weryfikacja krzyżowa z wyodrębnieniem jednej próbki), w której każda próbka jest umieszczana w zestawie testowym tylko raz. Jeżeli zbiór składa się z n próbek, wymaganych jest n rund weryfikacyjnych. Jeżeli n jest duże, cały proces może być długotrwały. Rysunek 1.9 ilustruje przebieg weryfikacji LOOCV.
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  Rysunek 1.9. Przebieg weryfikacji LOOCV


  Natomiast w schemacie niewyczerpującym, jak sugeruje nazwa, nie stosuje się wszystkich możliwych podziałów danych. Najczęściej stosowanym rodzajem tego schematu jest weryfikacja k-krotna. Najpierw oryginalne dane losowo dzieli się na k równych podzbiorów. Jeden z nich w każdej rundzie jest wykorzystywany jako podzbiór testowy, a pozostała część danych tworzy zbiór treningowy.


  Proces jest powtarzany k razy, przy czym każdy podzbiór jest wykorzystywany jako testowy tylko raz. Na koniec jest wyliczana ocena poprzez uśrednienie k zestawów wyników. Typowe wartości k to 3, 5 i 10. Tabela 1.1 przedstawia konfigurację weryfikacji 5-krotnej.


  Tabela 1.1. Konfiguracja 5-krotnej weryfikacji krzyżowej


  
    
      
      
      
      
      
      
    

    
      
        	
          Runda

        

        	
          Podzbiór 1.

        

        	
          Podzbiór 2.

        

        	
          Podzbiór 3.

        

        	
          Podzbiór 4.

        

        	
          Podzbiór 5.

        
      


      
        	
          1.

        

        	
          Testowy

        

        	
          Treningowy

        

        	
          Treningowy

        

        	
          Treningowy

        

        	
          Treningowy

        
      


      
        	
          2.

        

        	
          Treningowy

        

        	
          Testowy

        

        	
          Treningowy

        

        	
          Treningowy

        

        	
          Treningowy

        
      


      
        	
          3.

        

        	
          Treningowy

        

        	
          Treningowy

        

        	
          Testowy

        

        	
          Treningowy

        

        	
          Treningowy

        
      


      
        	
          4.

        

        	
          Treningowy

        

        	
          Treningowy

        

        	
          Treningowy

        

        	
          Testowy

        

        	
          Treningowy

        
      


      
        	
          5.

        

        	
          Treningowy

        

        	
          Treningowy

        

        	
          Treningowy

        

        	
          Treningowy

        

        	
          Testowy

        
      

    
  


  Weryfikacja k-krotna często pozwala uzyskać mniejszą wariancję w porównaniu z weryfikacją LOOCV, ponieważ wykorzystuje podzbiór próbek, a nie pojedynczą próbkę.


  Dane można też wielokrotnie losowo dzielić na zbiory treningowy i testowy. Algorytm ten jest formalnie nazywany metodą wstrzymywania (ang. holdout method). Problem polega jednak na tym, że niektóre próbki mogą nigdy nie trafić do zboru testowego, a inne mogą być w nim umieszczane wielokrotnie.


  Wreszcie, stosowana jest również zagnieżdżona weryfikacja krzyżowa, będąca kombinacją dwóch innych weryfikacji krzyżowych:


  
    	Wewnętrznej weryfikacji krzyżowej, przeprowadzanej w celu znalezienia najlepszego dopasowania. Można ją implementować jako weryfikację k-krotną.


    	Zewnętrznej weryfikacji krzyżowej, wykorzystywanej do oceny skuteczności modelu i analizy statystycznej.

  


  W całej książce będziemy bardzo często stosować weryfikację krzyżową. Najpierw jednak posłużmy się pewną analogią, która pomoże nam lepiej poznać ten rodzaj weryfikacji.


  Pewien badacz danych zamierza dojeżdżać do pracy samochodem. Jego celem jest przybywanie na miejsce codziennie przed godziną 9 rano. W tym celu musi określić optymalną godzinę wyjazdu i trasę. Sprawdza więc różne kombinacje tych dwóch parametrów w poniedziałki, wtorki i środy i notuje godziny przybycia. Następnie wymyśla najlepszy harmonogram i stosuje go we wszystkie dni tygodnia. Okazuje się jednak, że sposób nie funkcjonuje tak dobrze, jak tego badacz oczekiwał.


  Model harmonogramu jest nadmiernie dopasowany do danych zebranych w ciągu pierwszych trzech dni tygodnia i nie sprawdza się w czwartki i piątki. Lepszym rozwiązaniem byłoby przetestowanie w czwartki i piątki najlepszej kombinacji parametrów uzyskanych od poniedziałku do środy, a następnie powtórzenie tego procesu w oparciu o różne zbiory treningowe i testowe z różnych dni tygodnia. Tego rodzaju weryfikacja krzyżowa dałaby gwarancję, że wybrany harmonogram będzie się sprawdzał przez cały tydzień.


  Podsumowując, weryfikacja krzyżowa pozwala dokładniej ocenić skuteczność modelu poprzez agregację wyników uzyskanych dla różnych podzbiorów danych. Nie tylko zmniejsza wariancję i zapobiega nadmiernemu dopasowaniu, ale także daje pogląd, jak model będzie ogólnie działał w praktyce.


  Zapobieganie nadmiernemu dopasowaniu za pomocą regularyzacji


  Innym sposobem zapobiegania nadmiernemu dopasowaniu jest regularyzacja. Jak pamiętasz, źródłem nadmiernego dopasowania jest niepotrzebna złożoność modelu. Regularyzacja polega na penalizowaniu go poprzez wprowadzanie dodatkowych parametrów do funkcji błędu, którą staramy się zminimalizować.


  Zgodnie z zasadą brzytwy Ockhama należy preferować prostsze metody. William Ockham był mnichem i filozofem, który około 1320 r. wpadł na pomysł, że należy preferować najprostszą hipotezę, która pasuje do posiadanych danych. Zasadę tę potwierdza między innymi fakt, że człowiek jest w stanie wymyślić mniej modeli prostych niż złożonych. Oczywiste jest na przykład, że istnieje więcej modeli wielomianowych niż liniowych. Linią prostą (y = ax + b) rządzą tylko dwa parametry — odcięta b i nachylenie a. Współczynniki linii prostej tworzą przestrzeń dwuwymiarową. Parabola ma dodatkowy współczynnik przy wyrazie kwadratowym. Jej współczynniki tworzą przestrzeń trójwymiarową. Dlatego znacznie łatwiej jest opracować model, który idealnie odzwierciedla wszystkie próbki treningowe za pomocą wielomianu wyższego rzędu, ponieważ jego przeszukiwana przestrzeń jest znacznie większa niż w przypadku funkcji liniowej. Jednak taki łatwy do uzyskania model uogólnia dane gorzej niż model liniowy i jest bardziej podatny na nadmierne dopasowanie. Oprócz tego, oczywiście, prostsze modele zajmują mniej czasu obliczeniowego. Rysunek 1.10 pokazuje próby dopasowania do danych funkcji liniowej i wielomianowej.
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  Rysunek 1.10. Dopasowanie do danych funkcji liniowej i wielomianowej


  Preferowany jest model liniowy, ponieważ lepiej uogólnia więcej punktów danych. Aby zmniejszyć wpływ wysokich rzędów wielomianu, można użyć regularyzacji i zastosować w ten sposób penalizację. W efekcie ograniczy się złożoność modelu, nawet jeżeli na podstawie danych treningowych zostanie opracowana mniej dokładna i ścisła reguła.


  Począwszy od rozdziału 4., „Prognozowanie kliknięć reklam internetowych przy użyciu regresji logistycznej”, regularyzację będziemy stosować bardzo często. Teraz spójrzmy na analogię, która pomoże lepiej poznać tę technikę.


  Badacz danych chce nauczyć swojego psa-robota odróżniania osób obcych od znajomych. W tym celu użył danych treningowych pokazanych w tabeli 1.2.


  Tabela 1.2. Dane treningowe dla psa-robota
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          Wiek

        

        	
          Wzrost

        

        	
          Okulary

        

        	
          Kolor ubrania

        

        	
          Klasyfikacja

        
      


      
        	
          Mężczyzna

        

        	
          Młody

        

        	
          Wysoki

        

        	
          Nosi

        

        	
          Szary

        

        	
          Osoba znajoma

        
      


      
        	
          Kobieta
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          Średni

        

        	
          Nie nosi
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          Mężczyzna
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          Niski

        

        	
          Nosi

        

        	
          Biały

        

        	
          Osoba znajoma

        
      


      
        	
          Mężczyzna

        

        	
          Senior

        

        	
          Niski

        

        	
          Nie nosi
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          Osoba obca

        
      


      
        	
          Kobieta

        

        	
          Młody

        

        	
          Średni

        

        	
          Nosi

        

        	
          Biały

        

        	
          Osoba znajoma

        
      


      
        	
          Mężczyzna

        

        	
          Młody

        

        	
          Niski

        

        	
          Nie nosi

        

        	
          Czerwony

        

        	
          Osoba znajoma

        
      

    
  


  Robot może szybko nauczyć się następujących reguł:


  
    	Kobieta w średnim wieku, średniego wzrostu, bez okularów i w czarnym ubraniu jest osobą obcą.


    	Mężczyzna senior, niskiego wzrostu, bez okularów i w czarnym ubraniu jest osobą obcą.


    	Wszyscy inni są osobami znajomymi.

  


  Reguły te wprawdzie idealnie pasują do danych treningowych, ale są dość skomplikowane i jest mało prawdopodobne, aby dobrze klasyfikowały inne osoby. Dlatego badacz postanowił ograniczyć aspekty treningowe. Prostsza reguła, która mogłaby się sprawdzać dla setek innych gości, może brzmieć następująco: każda osoba bez okularów i ubrana na czarno jest obca.


  Oprócz penalizacji złożonego modelu może być konieczne wcześniejsze zakończenie procedury treningowej, co można traktować jako pewną formę przeciwdziałania nadmiernemu dopasowaniu. Jeśli ograniczy się czas treningu lub ustali pewne wewnętrzne kryteria jego przerwania, z większym prawdopodobieństwem uzyska się prostszy model. W ten sposób można kontrolować złożoność modelu, a tym samym zmniejszać prawdopodobieństwo jego nadmiernego dopasowania. Podejście to w nomenklaturze uczenia maszynowego nosi nazwę wczesnego zatrzymania (ang. early stopping).


  Na koniec warto wspomnieć, że regularyzację należy utrzymywać na umiarkowanym poziomie, a dokładniej, dostrajać ją do optymalnego poziomu. Zbyt mała regularyzacja nie daje żadnego efektu, a zbyt duża powoduje niedopasowanie, ponieważ oddala model od podstawowego charakteru danych. W rozdziałach 4., „Prognozowanie kliknięć reklam internetowych przy użyciu regresji logistycznej”, 5., „Prognozowanie cen akcji za pomocą algorytmów regresji”, i 6., „Prognozowanie cen akcji za pomocą sieci neuronowych”, dowiesz się, jak uzyskuje się optymalną regularyzację.


  Zapobieganie nadmiernemu dopasowaniu poprzez selekcję cech i redukcję wymiarowości


  Dane przedstawia się zazwyczaj jako siatkę liczb (macierz). Poszczególne kolumny reprezentują zmienne, nazywane w uczeniu maszynowym cechami (ang. feature). W uczeniu nadzorowanym jedną ze zmiennych nie jest cecha, tylko prognozowana etykieta, natomiast wiersze reprezentują próbki wykorzystywane do trenowania lub testowania modelu.


  Liczba cech odpowiada wymiarowości danych. Wybór podejścia w uczeniu maszynowym zależy od stosunku liczby wymiarów do liczby próbek. Na przykład dane tekstowe i graficzne mają bardzo wiele wymiarów, a dane z czujników (takie jak: temperatura, ciśnienie czy dane z odbiorników GPS) zdecydowanie mniej.


  Dopasowywanie modelu do danych wielowymiarowych jest kosztowne obliczeniowo. Ponadto model ze względu na dużą złożoność jest podatny na nadmierne dopasowanie. Oprócz tego wizualizacja danych wielowymiarowych nie jest możliwa, a co za tym idzie, nie można stosować prostych metod diagnostycznych.


  Część cech nie jest potrzebna i może jedynie wprowadzać losowość do uzyskiwanych wyników. Dlatego nierzadko ważny jest wybór odpowiednich cech. Selekcja cech to proces wybierania podzbioru istotnych cech w celu skonstruowania lepszego modelu. W praktyce nie wszystkie cechy zawierają informacje przydatne do rozróżniania próbek (na przykład cechami decydującymi o wyborze ubioru są: temperatura, opady, prognoza pogody i miejsce pobytu). Niektóre cechy są nieistotne lub zbędne i bez większego uszczerbku można je odrzucić.


  Zasadniczo selekcja cech sprowadza się do podejmowania szeregu binarnych decyzji. Dla n cech liczba możliwych zbiorów jest równa 2n i może być bardzo duża. Przykładowo, 10 cech można podzielić na 1024 zbiory. Zasadniczo istnieją dwie opcje: zaczynamy od zbioru wszystkich cech i iteracyjnie je usuwamy albo zaczynamy od minimalnego zbioru cech i iteracyjnie dodajemy do niego kolejne. Następnie z każdej iteracji wybieramy najlepsze zestawy cech i porównujemy je ze sobą. Jednak w pewnym momencie ocenianie metodą brutalnej siły staje się niewykonalne. Dlatego opracowane zostały bardziej zaawansowane algorytmy selekcji najbardziej użytecznych cech/sygnałów. Szczegółowo tym zagadnieniem zajmiemy się w rozdziale 4., „Prognozowanie kliknięć reklam internetowych przy użyciu regresji logistycznej”.


  Innym popularnym sposobem redukowania wymiarowości danych jest przekształcanie wielowymiarowej przestrzeni w przestrzeń o mniejszej liczbie wymiarów. Operacja ta nosi nazwę projekcji cech. Zajmiemy się nią dokładnie w rozdziałach 7., „Badanie 20 grup dyskusyjnych przy użyciu technik analizy tekstu”, w którym zapiszemy dane tekstowe z użyciem dwóch wymiarów, oraz w rozdziale 9., „Rozpoznawanie twarzy z użyciem metody SVM”, w którym przedstawiona zostanie projekcja obrazów o dużej liczbie wymiarów na przestrzeń o ich mniejszej liczbie.


  W tym podrozdziale opisałem cel uczenia maszynowego, jakim jest znalezienie optymalnego sposobu uogólniania danych. Dowiedziałeś się również, jak unikać złego uogólniania. W dwóch następnych podrozdziałach poznasz metody przybliżające model do tego celu w poszczególnych fazach uczenia, m.in. wstępne przetwarzanie danych, inżynierię cech oraz łączenie modeli.


  Wstępne przetwarzanie danych i inżynieria cech


  Wstępne przetwarzanie danych oraz inżynieria danych odgrywają podstawową i kluczową rolę w uczeniu maszynowym. Można je porównać z tworzeniem fundamentów pod przyszły budynek — im ten fundament będzie mocniejszy i lepiej przygotowany, tym lepsza będzie końcowa struktura (model uczenia maszynowego). Poniżej opisane zostały współzależności pomiędzy nimi:


  
    	Przetwarzanie wstępne przygotowuje dane do efektywnego procesu uczenia: Nieprzetworzone dane pochodzące z różnych źródeł często zawierają niespójności, błędy oraz informacje pozbawione znaczenia. Wstępne przetwarzanie pozwala oczyścić te dane, odpowiednio je zorganizować i przekształcić do formatu odpowiedniego dla konkretnego algorytmu uczenia maszynowego. Dzięki niemu algorytm ten będzie mógł łatwiej i bardziej efektywnie zrozumieć te dane, co z kolei pozwoli poprawić wydajność działania modelu.


    	Przetwarzanie wstępne pomaga poprawić dokładność modelu oraz jego zdolność do uogólniania: Poprzez usuwanie brakujących wartości, wartości odstających oraz niespójności przetwarzanie wstępne ogranicza szum występujący w danych. Dzięki temu model może skoncentrować się na rzeczywistych wzorcach i zależnościach występujących w danych, co prowadzi do trafniejszych predykcji oraz lepszego uogólniania na nowych, nieznanych danych.


    	Inżynieria cech dostarcza wartościowych zmiennych wejściowych: Nieprzetworzone dane są przekształcane i modyfikowane w celu stworzenia nowych cech lub wybrania tych najbardziej istotnych. Nowe cechy mogą przyczynić się do poprawy wydajności modelu oraz zwiększenia wartości uzyskiwanych wniosków.

  


  Ogólnie rzecz biorąc, wstępne przetwarzanie danych oraz inżynieria cech to kluczowe etapy procesu uczenia maszynowego. Poświęcenie czasu i uwagi na odpowiednie wstępne przetworzenie danych oraz przygotowanie cech stanowią podstawę do tworzenia zdolnych do uogólniania, wiarygodnych i dokładnych modeli uczenia maszynowego. W następnym punkcie rozdziału zajmiemy się etapem przetwarzania wstępnego.


  Wstępne przetwarzanie i eksploracja danych


  Do efektywnej nauki niezbędny jest wysokiej jakości materiał. Człowiek nie może się uczyć z byle czego i automatycznie ignoruje wszystko, co nie ma sensu. Komputer nie jest w stanie rozpoznać bezsensownych danych, dlatego trzeba mu w tym pomóc, oczyszczając dane wejściowe. Często mówi się, że oczyszczanie danych stanowi ważną część uczenia maszynowego. Czasami zdarza się, że dane są już oczyszczone, ale zazwyczaj nie należy na to liczyć.


  Aby zadecydować, jak oczyścić dane, trzeba je poznać. Istnieją projekty automatycznej eksploracji danych i ich inteligentnego przetwarzania, na przykład tworzenia raportów. Na razie jednak nie ma niestety uniwersalnego, pewnego rozwiązania i trzeba samodzielnie trochę nad tym popracować.


  Można zrobić dwie rzeczy, które nie wykluczają się wzajemnie: przeskanować i zwizualizować dane. Wybór zależy od rodzaju danych — tablicy liczb, obrazów, dźwięków, tekstów czy czegoś innego.


  Najwygodniejszą w użyciu formą jest tablica liczb i zawsze należy dążyć do jej uzyskania. Na potrzeby pozostałej części podrozdziału przyjmijmy, że taką tablicę już mamy.


  Chcemy wiedzieć, jakiego typu cechami dysponujemy, jaki jest rozkład ich wartości i czy nie ma w nich luk. Wartości mogą w przybliżeniu odpowiadać rozkładowi normalnemu, dwumianowemu, Poissona lub zupełnie innemu. Cechy mogą być binarne (tak lub nie, liczba dodatnia lub ujemna itp.), kategorialne (na przykład kontynenty: Afryka, Azja, Europa, Ameryka Północna, Południowa itd.) lub ilościowe (na przykład temperatura w stopniach, cena w złotówkach). Cechy kategorialne można szeregować (na przykład coś jest wysokie, średnie, niskie). Zobaczymy teraz, jak sobie radzić w różnych sytuacjach.


  Obsługa brakujących wartości


  Bardzo często niektórym cechom brakuje wartości. Przyczyny mogą być różne. Zebranie wszystkich wartości może być trudne, kosztowne, a nawet niemożliwe. Być może zmierzenie pewnej wielkości nie jest możliwe z powodu braku odpowiedniego sprzętu lub nie było wiadomo, że dana cecha jest ważna. Niezależnie od powodów brak wartości wstrzymuje pracę nad modelem.


  Czasami łatwo jest stwierdzić brak wartości, po prostu skanując dane lub zliczając liczbę wartości w poszczególnych cechach i porównując uzyskane wyniki z liczbą wierszy. Niektóre systemy uzupełniają brakujące wartości specjalnymi liczbami, na przykład 999 999 lub –1, co ma sens, jeżeli poprawne wartości są znacznie mniejsze niż 999 999. Szczęśliwym trafem można uzyskać informacje o cechach u ich źródła, na przykład w postaci słownika lub metadanych.


  Po stwierdzeniu braku wartości pojawia się pytanie: co dalej? Najprostszą odpowiedzią jest: nie przejmować się. Jednak niektóre algorytmy nie radzą sobie z brakami danych, a programy po prostu odmawiają pracy. W innych sytuacjach brakujące wartości mogą skutkować uzyskaniem niedokładnych wyników. Rozwiązaniem jest wtedy uzupełnienie braków stałymi wartościami. Operację tę nazywa się imputowaniem. Można imputować wartość średnią, medianę lub wybraną poprawną wartość danej cechy. W idealnym przypadku można oprzeć się na wiarygodnej wiedzy o danej cesze. Na przykład znając średnie sezonowe temperatury w określonej lokalizacji, można założyć brakujące wartości dla zadanych dat. Metodami radzenia sobie z brakami danych zajmiemy się w rozdziale 10., „Dobre praktyki uczenia maszynowego”. Jeżeli czujesz, że potrzebujesz dodatkowych wyjaśnień co do sposobów stosowania tych metod, to wiedz, że techniki przedstawione w poniższych punktach zostaną omówione i przedstawione na przykładach w kolejnych rozdziałach książki.


  Kodowanie etykiet


  Człowiek potrafi przetwarzać różnego rodzaju dane. Algorytmy uczenia maszynowego, z pewnymi wyjątkami, wymagają wartości liczbowych. Program nie „wie”, jak ma przetworzyć ciąg znaków, na przykład Andrzej, chyba że jest specjalnie do tego celu przystosowany. W takiej sytuacji mamy do czynienia z cechą kategorialną, na przykład imionami. Każdą unikatową wartość można uznać za etykietę. (W tym konkretnym przykładzie trzeba również zadecydować, co zrobić z wielkością liter: czy Andrzej to to samo co andrzej?) Każdą etykietę możemy zastąpić liczbą. Operacja ta nazywa się kodowaniem etykiet.


  Tabela 1.3 pokazuje, na czym ona polega.


  Tabela 1.3. Przykład kodowania etykiet


  
    
      
      
    

    
      
        	
          Etykieta

        

        	
          Kod etykiety

        
      


      
        	
          Afryka

        

        	
          1

        
      


      
        	
          Azja

        

        	
          2

        
      


      
        	
          Europa

        

        	
          3

        
      


      
        	
          Ameryka Południowa

        

        	
          4

        
      


      
        	
          Ameryka Północna

        

        	
          5

        
      


      
        	
          Pozostałe kontynenty

        

        	
          6

        
      

    
  


  Takie podejście może być w niektórych przypadkach problematyczne, ponieważ uczący się człowiek może dojść do wniosku, że dane są uszeregowane (chyba że jest to pożądany efekt, na przykład zły = 0, ok = 1, dobry = 2, doskonały = 3). Na podstawie powyższej tabeli można dojść do wniosku, że różnica między Azją i Ameryką Północną jest równa 4, co jest sprzeczne z intuicją, ponieważ trudno opisać ilościowo oba kontynenty. Alternatywnym podejściem jest kodowanie „1 z n”, opisane w następnym podpunkcie.


  Kodowanie „1 z n”


  W kodowaniu „1 z n” wykorzystuje się fikcyjne zmienne (ang. dummy variables). Pierwotnie tego rodzaju kodowanie było stosowane w układach scalonych. Zmienna fikcyjna składa się z bitów przyjmujących wartości 0 lub 1, odpowiadających prawdzie lub fałszowi. Na przykład do zakodowania kontynentów można użyć zmiennej to_azja, przyjmującej wartość prawda, jeżeli kontynent jest Azją, lub fałsz w przeciwnym razie. Ogólnie liczba potrzebnych zmiennych fikcyjnych jest równa liczbie unikatowych wartości pomniejszonej o jeden (a czasami zdarza się, że dokładnie odpowiada ona liczbie unikatowych wartości). Jedną etykietę można automatycznie określić na postawie zmiennych fikcyjnych, ponieważ wykluczają się one wzajemnie.


  Jeżeli wszystkie zmienne fikcyjne mają wartość fałsz, właściwą etykietą jest ta, która nie ma swojej zmiennej fikcyjnej. Tabela 1.4 ilustruje kodowanie „1 z n” kontynentów.


  Tabela 1.4. Przykład kodowania „1 z n”
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  Wynikiem tego rodzaju kodowania jest macierz (siatka liczb) zawierająca mnóstwo zer (wartości fałsz) i niewiele jedynek (wartości prawda). Jest to tzw. macierz rozrzedzona (ang. sparse matrix). Dobrze sobie z nią radzi pakiet SciPy, który został opisany w dalszej części rozdziału.


  Gęste osadzanie


  Choć kodowanie „1 z n” jest łatwą i rozrzedzoną reprezentacją cech kategorialnych, to gęste osadzanie (ang. dense embedding) stanowi zwartą, ciągłą reprezentację, pozwalającą na uchwycenie zależności semantycznych bazujących na powtarzających się wzorcach występujących w danych. Na przykład w razie wykorzystania gęstego osadzania kategorie kontynentów można by przedstawić w formie ciągłych, trójwymiarowych wektorów, takich jak te pokazane poniżej:


  
    	Afryka: [0.9, –0.2, 0.5],


    	Ameryka Południowa: [0.5, 0.2, 0.1],


    	Ameryka Północna: [0.4, 0.3, 0.2],


    	Azja: [–0.1, 0.8, 0.6],


    	Europa: [0.6, 0.3, –0.7],


    	inne: [–0.8, –0.5, 0.4].

  


  W tym przykładzie można zauważyć, że wektory Ameryki Południowej i Ameryki Północnej znajdują się bliżej siebie niż wektory Afryki i Azji. Gęste osadzanie pozwala uchwycić podobieństwa pomiędzy kategoriami. W innym przykładzie można dostrzec większe zbliżenie wektorów Europy i Ameryki Północnej, wynikające z podobieństw kulturowych.


  Dodatkowe informacje na temat gęstego osadzania można znaleźć w rozdziale 7., „Badanie 20 grup dyskusyjnych przy użyciu technik analizy tekstu”.


  Skalowanie


  Wartości różnych cech mogą się różnić o rzędy wielkości. W zależności od zastosowanego algorytmu większe wartości mogą dominować nad mniejszymi. W niektórych przypadkach do poprawnego działania algorytmu może być wymagane przeskalowanie danych.


  Istnieje kilka typowych strategii, które można w tym celu zastosować:


  
    	Standaryzacja, polegająca na odejmowaniu od wartości ich średniej i dzieleniu wyniku przez odchylenie standardowe. Jeżeli wartości cech mają rozkład normalny, otrzymuje się krzywą Gaussa, wyśrodkowaną wokół zera z wariancją równą jeden.


    	Jeżeli wartości nie mają rozkładu normalnego, można od nich odejmować ich medianę, a wynik dzielić przez zakres międzykwartylowy (różnicę pomiędzy 25. a 75. percentylem).


    	Często stosowanym rozwiązaniem jest skalowanie cech do przedziału od zera do jedności.

  


  Powyższe strategie będą wykorzystywane w wielu przykładach opisanych w tej książce.


  Bardziej zaawansowaną odmianą wstępnego przetwarzania danych jest inżynieria cech, opisana w następnym punkcie.


  Inżynieria cech


  Inżynieria cech to proces ich tworzenia lub ulepszania. Cechy często definiuje się, bazując na zdrowym rozsądku, wiedzy z danej dziedziny lub zebranych doświadczeniach. Istnieją wprawdzie pewne techniki definiowania cech, ale nie dają one gwarancji uzyskania poprawnych wyników. Czasami jako dodatkowe cechy można wykorzystać klastry określone w procesie uczenia nienadzorowanego. Wiele głębokich sieci neuronowych jest w stanie automatycznie definiować cechy.


  W kolejnych podpunktach zostały opisane wybrane techniki inżynierii cech, m.in. transformacja wielomianowa oraz grupowanie danych.


  Transformacja wielomianowa


  Dla dwóch cech a i b można założyć, że istnieje między nimi zależność wielomianowa, na przykład a2 + ab + b2. Można zatem uwzględnić nową cechę — taką jak ab — stanowiącą interakcję pomiędzy cechami a i b. Taka interakcja nie musi jednak być iloczynem (choć najczęściej nim jest); równie dobrze może to być suma, różnica lub iloraz. W ostatnim przypadku, aby uniknąć dzielenia przez zero, należy do dzielnika i dzielnej dodać niewielką stałą.


  Liczba cech i stopień wielomianu w tego typu relacji są nieograniczone. Jednakże zgodnie z zasadą brzytwy Ockhama należy unikać wysokich stopni wielomianów i interakcji wielu cech. W praktyce skomplikowane relacje wielomianowe są trudniejsze do obliczenia i mają tendencję do nadmiernego dopasowania. Warto jednak wziąć je pod uwagę, jeśli naprawdę wymagane są lepsze wyniki. Zastosowanie transformacji wielomianowej zostało opisane w rozdziale 10., „Dobre praktyki uczenia maszynowego”, w punkcie „Dobra praktyka nr 12: inżynieria cech bez wiedzy eksperckiej”.


  Grupowanie danych


  Czasami przydatne jest podzielenie wartości cech na kilka przedziałów. Załóżmy, że chcemy jedynie wiedzieć, czy danego dnia padał deszcz. Wielkości opadów możemy zbinaryzować, tj. przyjąć wartość prawda, jeżeli rzeczywista wartość jest różna od zera, lub fałsz w przeciwnym razie. Można również za pomocą funkcji statystycznych podzielić dane na przedziały obejmujące wysokie, średnie i małe wartości. W marketingu często operuje się na grupach wiekowych, na przykład od 18 do 24 lat, a nie na konkretnym wieku, na przykład 23 lata.


  Grupowanie danych skutkuje nieuniknioną utratą informacji. Jednak w zależności od przyjętych celów nie zawsze oznacza to problem. Natomiast grupowanie zdecydowanie zmniejsza ryzyko nadmiernego dopasowania modelu, przyspiesza obliczenia i zmniejsza wymagania dotyczące procesora, pamięci i wielkości dysku.


  Każdy system uczenia maszynowego musi składać się z dwóch modułów: wyżej opisanego wstępnego przetwarzania danych oraz modelowania przedstawionego w następnym podrozdziale.


  Łączenie modeli


  Model pobiera dane (zwykle wstępnie przetworzone) i generuje prognozy. Co się stanie, jeżeli zastosujemy kilka modeli? Czy na podstawie połączonych prognoz można podejmować lepsze decyzje? Tym zagadnieniem zajmiemy się w tym podrozdziale.


  Zacznijmy od analogii. Na studiach studenci uczą się wspólnie, ale oczywiście nie mogą współpracować podczas egzaminu. Powodem jest to, że wykładowcy chcą wiedzieć, czego studenci się nauczyli. Jeśli po prostu będą przepisywać odpowiedzi na pytania od kolegów, niczego się nie nauczą. Później, w praktyce okazuje się, że praca zespołowa jest ważna. Na przykład ta książka jest dziełem całego zespołu, a nawet kilku zespołów.


  Oczywiście zespół osiąga lepsze wyniki niż pojedyncza osoba. Jest to jednak sprzeczne z zasadą brzytwy Ockhama, ponieważ jeden człowiek może wymyślać prostsze teorie w porównaniu z tym, co wyprodukuje zespół. W uczeniu maszynowym wolimy jednak, aby modele współpracowały według następujących schematów:


  
    	głosowanie i uśrednianie,


    	agregacja bootstrap,


    	wzmacnianie,


    	składowanie.

  


  Przyjrzyjmy się teraz poszczególnym schematom.


  Głosowanie i uśrednianie


  Jest to prawdopodobnie najbardziej zrozumiały schemat agregowania modeli. Ostateczny wynik jest po prostu większościową lub średnią wartością prognoz kilku modeli. Można również przypisywać poszczególnym modelom różne wagi. Na przykład bardziej wiarygodne modele mogą otrzymywać po dwa głosy.


  Jednak łączenie wyników modeli, które są ze sobą silnie skorelowane, nie gwarantuje spektakularnej poprawy wyników. Lepszym rozwiązaniem jest urozmaicanie modeli w pewien sposób, z użyciem różnych funkcji lub algorytmów. Jeśli okaże się, że dwa modele są silnie skorelowane, można na przykład usunąć jeden z nich i proporcjonalnie zwiększyć wagę drugiego modelu.


  Agregacja bootstrap


  Agregacja bootstrap to algorytm, który opracował i zastosował w uczeniu maszynowym wybitny statystyk Leo Breiman na Uniwersytecie Kalifornijskim w Berkeley w 1994 r. Bootstraping jest metodą statystyczną polegającą na tworzeniu wielu zestawów danych poprzez próbkowanie danych istniejącego zbioru i zastępowanie ich innymi. Stosuje się ją do oznaczania właściwości modelu, m.in. obciążenia i wariancji.


  Ogólnie agregacja bootstrap składa się z trzech kroków:


  
    	Generowanie nowych zbiorów treningowych poprzez próbkowanie i podmienianie danych wejściowych.


    	Dopasowywanie modelu do każdego wygenerowanego zbioru treningowego.


    	Łączenie (głosowanie lub uśrednianie) wyników poszczególnych modeli.

  


  Rysunek 1.11 ilustruje powyższe kroki na przykładzie klasyfikacji (kropki i krzyżyki reprezentują próbki danych z dwóch klas).


  [image: rysunek; opis i odwołanie do niego w tekście zasadniczym książki]


  Rysunek 1.11. Przebieg agregacji bootstrap na przykładzie klasyfikacji


  Jak się zapewne domyślasz, agregacja bootstrap zmniejsza prawdopodobieństwo nadmiernego dopasowania modelu.


  Szczegółowo zapoznasz się z nią w rozdziale 3., „Prognozowanie kliknięć reklam internetowych przy użyciu algorytmów drzewiastych”.


  Wzmacnianie


  W kontekście uczenia nadzorowanego słaby model to taki, który jest tylko trochę lepszy od punktu odniesienia, na przykład losowo przypisuje dane do poszczególnych klas lub generuje średnie wartości. Jednak połączone pojedyncze, słabe modele, podobnie jak mrówki, mają siłę do robienia niesamowitych rzeczy.


  Sensowne jest uwzględnienie siły każdego modelu poprzez przypisane mu wagi. Ta ogólna metoda nosi nazwę wzmacniania (ang. boosting). W odróżnieniu od agregacji bootstrap modele nie są trenowane równolegle, tylko sekwencyjnie na tym samym zbiorze danych. Jednak każda próbka danych uzyskuje inną wagę w zależności od skuteczności poprzedniego modelu. Po wytrenowaniu modelu wagi są przypisywane ponownie i stosowane w następnej rundzie treningu. Ogólnie rzecz biorąc, wagi błędnie przetworzonych próbek są zwiększane, aby podkreślić trudność ich użycia w prognozowaniu.


  Rysunek 1.12 ilustruje proces wzmacniania na przykładzie klasyfikacji (kropki i krzyżyki reprezentują próbki danych z dwóch klas, a wielkości oznaczeń reprezentują wagi przypisane próbkom).
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  Rysunek 1.12. Przebieg wzmacniania na przykładzie klasyfikacji


  Istnieje wiele algorytmów wzmacniania różniących się schematami przypisywania wag. Zapewne przygotowując się do egzaminu, stosowałeś podobną technikę, tj. wybierałeś pytania ćwiczeniowe, z którymi miałeś kłopoty, i skupiałeś się na trudnych problemach.


  Viola-Jones, popularny framework do wykrywania twarzy, używa algorytmu wzmacniania, by zapewnić wysoką efektywność. Wykrywanie twarzy na zdjęciach i filmach to uczenie nadzorowane. Pojawia się przy tym nierównowaga, ponieważ zwykle jest znacznie więcej obszarów (około 10 000 razy), w których nie ma twarzy, niż tych, w których twarze występują.


  Kaskada klasyfikatorów stopniowo, krok po kroku, odrzuca negatywnie sklasyfikowane obszary. W każdym kolejnym kroku klasyfikatory wykorzystują coraz więcej cech w coraz mniejszej liczbie obszarów obrazu. Chodzi o to, aby modele jak najwięcej czasu spędzały na obszarach zawierających twarze. W tym kontekście wzmacnianie służy do wybierania cech i łączenia wyników.


  Składowanie


  Składowanie (ang. stacking) polega na pobieraniu wyników modeli uczenia maszynowego i wykorzystywaniu ich jako wartości wejściowych w innym algorytmie. Można oczywiście przekazywać dane wyjściowe algorytmu wyższego poziomu do innego modelu. Dopuszczalne są dowolne topologie, ale ze względów praktycznych należy najpierw testować prostą konfigurację, co jest również zgodne z zasadą brzytwy Ockhama.


  Ciekawe jest to, że w zwycięskich modelach w konkursach Kaggle bardzo często jest wykorzystywane składowanie. Na przykład pierwsze miejsce w konkursie Otto Group Product Classiﬁcation (www.kaggle.com/c/otto-group-product-classification-challenge) zajął model składający się z ponad 30 innych modeli.


  Do tej pory omówiliśmy sztuczki ułatwiające osiągnięcie właściwego uogólnienia danych w modelu uczenia maszynowego w fazach wstępnego przetwarzania danych i łączenia modeli. Na pewno nie możesz się już doczekać rozpoczęcia projektu uczenia maszynowego. Przygotuj się więc i skonfiguruj środowisko pracy.


  Instalacja i konfiguracja oprogramowania


  Zgodnie z tytułem książki do zaimplementowania wszystkich opisanych algorytmów i technik uczenia maszynowego użyjemy języka Python. Wykorzystamy również kilka popularnych pakietów i narzędzi, takich jak NumPy, SciPy, scikit-learn, TensorFlow oraz PyTorch. Po przeczytaniu tego rozdziału upewnij się, że poprawnie skonfigurowałeś narzędzia i środowisko pracy, nawet jeśli jesteś ekspertem od Pythona i znasz opisane narzędzia.


  Przygotowanie Pythona i środowiska pracy


  W tej książce będziemy korzystać z wersji języka Python 3. Dystrybucja Anaconda Python 3 jest jedną z najlepszych opcji dla praktyków nauki o danych i uczenia maszynowego.


  Anaconda jest dystrybucją Pythona, której do analizy danych i obliczeń naukowych można używać bezpłatnie. Została ona wyposażona we własny menedżer pakietów — conda. Zgodnie z dokumentacją na stronie https://docs.anaconda.com/free/anaconda/ zawiera ponad około 700 pakietów (stan na 2023 r.), co sprawia, że jest bardzo użyteczna. Dla mniej zaawansowanych użytkowników lepszym wyborem może być dystrybucja Miniconda (https://conda.io/miniconda.html), zawierająca menedżera conda i język Python. Oczywiście dystrybucja ta zajmuje znacznie mniej miejsca na dysku niż Anaconda.


  Procedury instalacji dystrybucji Anaconda i Miniconda są podobne i zostały opisane na stronie https://docs.conda.io/projects/conda/en/latest/user-guide/install. Najpierw pobierz program instalacyjny odpowiedni dla Twojego systemu operacyjnego i wersji Pythona (rysunek 1.13).


  [image: rysunek; opis i odwołanie do niego w tekście zasadniczym książki]


  Ciąg dalszy dostępny w wersji pełnej.

  Rozdział 2

  Tworzenie systemu rekomendacji filmów na bazie naiwnego klasyfikatora Bayesa
Dostępne w wersji pełnej.

  Rozdział 3

  Prognozowanie kliknięć reklam internetowych przy użyciu algorytmów drzewiastych
Dostępne w wersji pełnej.

  Rozdział 4

  Prognozowanie kliknięć reklam internetowych przy użyciu regresji logistycznej
Dostępne w wersji pełnej.

  Rozdział 5

  Prognozowanie cen akcji za pomocą algorytmów regresji
Dostępne w wersji pełnej.

  Rozdział 6

  Prognozowanie cen akcji za pomocą sztucznych sieci neuronowych
Dostępne w wersji pełnej.

  Rozdział 7

  Badanie 20 grup dyskusyjnych przy użyciu technik analizy tekstu
Dostępne w wersji pełnej.

  Rozdział 8

  Wyszukiwanie ukrytych tematów w grupach dyskusyjnych poprzez ich klastrowanie i modelowanie tematyczne
Dostępne w wersji pełnej.

  Rozdział 9

  Rozpoznawanie twarzy przy użyciu maszyny wektorów nośnych
Dostępne w wersji pełnej.

  Rozdział 10

  Dobre praktyki uczenia maszynowego
Dostępne w wersji pełnej.

  Rozdział 11

  Kategoryzacja zdjęć odzieży przy użyciu konwolucyjnej sieci neuronowej
Dostępne w wersji pełnej.

  Rozdział 12

  Prognozowanie sekwencji danych przy użyciu rekurencyjnej sieci neuronowej
Dostępne w wersji pełnej.

  Rozdział 13

  Ulepszanie rozumienia i generowania tekstów z wykorzystaniem modeli transformerów
Dostępne w wersji pełnej.

  Rozdział 14

  Budowanie wyszukiwarki obrazów z wykorzystaniem modelu CLIP — podejście multimodalne
Dostępne w wersji pełnej.

  Rozdział 15

  Podejmowanie decyzji w skomplikowanych warunkach z wykorzystaniem uczenia przez wzmacnianie
Dostępne w wersji pełnej.
Dostępne w wersji pełnej.
Dostępne w wersji pełnej.
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